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              ХАРАКТЕРИЗАЦИЯ ЗАДАЧ РАСПОЗНАВАНИЯ ОБРАЗОВ


Разнообразие задач распознавания образов можно охарактеризовать тремя факторами: способом, которым предъявляется наблюдателю обучающее множество, типом  правила  классификации образов, которое должен построить классификатор, и видом описания классифицируемых объектов. Условно эти три фактора, объединенные  в трехмерную схему, показаны на рис.1. Каждое ребро параллелепипеда  представляет один из факторов. Каждая  ячейка внутри  параллелепипеда соответствует определенному классу задач.
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Рис.1.Соотношение факторов в задачах распознавания образов

Например, ячейка, обозначенная на рисунке буквой А, включает в себя  те задачи, в которых процедура  классификации образов  должна вырабатываться на основе информации, содержащейся в единственной выборке, при, условии, что каждый из объектов можно представить точкой в многомерном  евклидовом пространстве описаний ,и  в предположении, что для построения  правила классификации может потребоваться полное знание  описание объекта. Мы можем противопоставить  подобные задачи  задачам из ячейки В на 

 «рис.1» для которых евклидово пространство описаний  и тип правила классификации сохраняются ,а  классификация по единственной выборке  заменяется  на основе последовательности выборок, при которой правило классификации уточняется после каждой выборки 



 Три  параметра, образующие параллелепипед далее будут описаны подробнее, поскольку мы постоянно будем ссылаться  на них при выработке   методов  решения определенных классов задач.

1. ПРЕДЪЯВЛЕНИЕ  ОБУЧАЮЩЕГО  МНОЖЕСТВА

 Рассмотрим два случая: распознавание образов, основанное  на единственной выборке, и такие ситуации распознавания,  когда используется  последовательность выборок. В случае единственной выборки нескольких объектов из известных классов  предъявляются системе распознавания образов до начала классификации. На основе наблюдения этой выборки устройство распознавания вырабатывает правило классификации, применяемое затем к объектам, которые предопределяются  указанной  выборкой, но в ней не содержатся. Само правило классификации далее не меняется, даже когда наблюдаются ошибки классификации. 
В распознавании образов, использующих последовательность выборок, 

информация, получаемая  первоначальной выборкой, является лишь  предварительной, и она учитывается при построении соответствующего  первоначального правила классификации. После выработки правила берется следующая выборка, к которой применяется имеющееся правило классификации. Часто  новая выборка  состоит лишь из одного объекта. Оценивается результат классификации и, если  оказывается нужным, отыскивается новое  правило. Эта процедура  повторяется до достижения некоторого критерия работы правила.

Выработку  процедуры классификации на основе фиксированной выборки  обычно относят к статистике, а не к искусственному интеллекту. Опубликовано  много работ, в которых излагаются соответствующие методы (например, Андерсон, 1958;  Тацуока,  1971), особенно для задач на основе  использования евклидова пространства описаний. Статистиков также интересовал и другой, тесно связанный с этим  вопрос. Обнаруживают ли члены, относящиеся к разным группам, систематические различия при измерении одной  зависимой переменной? Этот вопрос очень важен для экспериментальных исследований, где « классификация»  проводится  с данными, получаемыми  при  меняющихся экспериментальных условиях.
Случай последовательной выборки представляет собой  одну из наиболее активно изучающихся проблем искусственного интеллекта. Часто ее называют машинным обучением. Вероятно, название связано с тем, что непрерывное изменение правила классификации во многом  аналогично способности большинства животных обучаться на опыте. Поскольку, почти по определению, поступки животных разумны, система искусственного интеллекта должна обладать  подобной  способностью  к обучению. В самом деле,  в ряде философских работ обучение на примерах выделяются как определение  познавательной  способности (наиболее важные работы приведены  Уром, 1965).

Если устройство распознавания образов может обучаться путем приспособления своих правил классификации к последовательным выборкам, возникает задача  оценки полезности и стоимости каждого изменения. Обычно изменение правил классификации требует больше  вычислений,  чем  классификация, использующая заданное правило. В самом деле, врачи не могут  изменять свои  диагностические процедуры после каждого больного, университеты не могут изменять  свои правила приема  каждый  раз  в зависимости от того, окончил  данный студент  университет или нет. С другой сторон, отсутствие возможности изменять ошибочное правило может привести к увеличению  частоты ошибок классификации выше допустимых пределов. Вероятно, наиболее широко распространено в экспериментальных исследованиях  или в распознавании образов изменение правила классификации всякий раз, когда происходит ошибка. Очевидная альтернатива - изменение правила классификации только в случае  превышения частоты появления ошибок  некоторого  заранее установленного допустимого уровня. Такую процедуру можно считать лучшим приближением к распознаванию образов в практических ситуациях.


Можно построить устройство распознавания образов, в котором не учитывается информация об ошибках. Например, можно было бы для каждого класса  рассматривать наблюдаемое среднее значение  по каждому сопоставляемому параметру и классифицировать все новые объекты, оценивая, насколько близки текущие значения этих параметров к среднему. Интересно приложение данного метода, называемое «самостоятельным обучением», когда средние уточняются распознавателем образов в предположении, что классификации верны, и никак не учитывается обратная связь.


Каждый раз, когда новый объект предъявляется для классификации, устройство  распознавания  получает какую-то  информацию  об окружающей среде, которая  используется, в том числе, для коррекции оценок, характеризующих частоту появления объектов определенного типа. Существует два способа  записи такой информации: последовательный и статистический. В первом  информация о каждом объекте последовательно записывается в момент ее предъявления.  Второй способ предполагает  хранение обобщенной статистики, связанной  с каждым классом  и представляющей  собой  результат  некоторого усреднения данных по всем наблюдавшимся  до настоящего момента  событиям  в соответствующем  классе.  Здесь примером может служить прогноз  погоды, осуществляемый  на  основе представлений о «типичном» дождливом, пасмурном  или  ясном  дне, которые корректируются  по информации о текущих днях.

Установление способа хранения информации и типа правила, которое нужно вырабатывать, порождает необходимость определения алгоритма, эффективно отображающего множество возможных конфигураций «памяти» (т.е. множества всех возможных хранящихся записей о среде) в множество возможных правил классификации. Для большинства случаев существуют несколько алгоритмов, которые могут отличаться друг от друга  аспектами, весьма существенными при их практической реализации. Наиболее  существенными  свойствами  соответствующих процедур являются  сходимость, оптимальность и вычислительная сложность.

Рассмотрим  устройство распознавания образов, которое вначале использует  произвольно  выбранное правило классификации. По мере получения информации  путем  демонстрации  устройству  объектов  и указания классов, к которым  они  принадлежат, вырабатывается  последовательность новых правил классификации. Если независимо от получаемой дополнительной информации устройство в некоторый момент перестает строить новые правила, то процедура  сходится  к  окончательному правилу. Устройство  распознавания образов называют оптимальным, если гарантируется, что правило, к которому сходится процедура, минимизирует 

некоторую функцию, определяющую  стоимость  ошибочной  классификации. Часто  это функция  есть просто число ошибок классификации, однако она может быть и более сложной. Иногда  мы будем называть  устройство  распознавания образов  оптимальным  в некотором классе устройств распознавания образов, если оно вырабатывает окончательное правило, для которого  значение  функции ошибочной классификации  не превышает значений функций ошибочной  классификации, соответствующих окончательным правилам, вырабатываемым  любым устройствам из этого класса.

      Существуют две важные разновидности понятия  вычислительной сложности : сложность собственно алгоритма распознавания  образов и сложность вырабатываемого им правила классификации. Сложность алгоритма  распознавания  образов тесно связана с вопросом сходимости;  в обоих случаях нас интересует, насколько сложно  достичь результата, применяя определенный метод. Вопрос о сложности правила классификации относится  больше к практической приемлемости результатов, поскольку здесь для нас существенно, насколько хорошо полученное  правило.

2.Правила классификации.  Варианты  описания объектов 

Процедура  распознавания образов – это алгоритм, формирующий правило   классификации образов исходя из обучающего множества. Очевидно, что тип используемого правила классификации будет определять   структуру процедуры распознавания. Существуют два общих  метода классификации параллельный и последовательный. Для простоты предположим, что мы можем  описать объект при помощи вектора символов. В большинстве случаев это справедливо, хотя  в следующем разделе мы приведем исключения. В параллельной процедуре  производится ряд тестов над всеми компонентами вектора, а затем делается предположение  о принадлежности  объекта классу на основе объединенного результата этих  тестов. В процедуре последовательной  классификации  сначала проверяется некоторое подмножество компонент вектора описания, а затем в зависимости от результатов этих тестов или производится классификация, или выбирается  новая совокупность тестов  и новое подмножество компонент вектора описания, после чего указанный процесс повторяется. 

 Формальные  выражения для параллельной и последовательной процедур достаточно прозрачны.


Пусть   X ={xi},  i = 1, …., n,  -  вектор описания объекта,  и  объекты могут  классифицироваться  в  c  классов.  В случае  параллельной классификации существует  множество   F ={ fj }, j=1, …, c, функций не более чем  n  переменных. В алгоритме  классификации объект относится  к классу  j  тогда и только  тогда, когда
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  w j = f j  ( x 1,…, x n  )
для  j = 1,…,c.  Термин  «параллельный» здесь оправдан, поскольку не важно, в  каком порядке вычисляются функции     f j  ,  и, значит, если только для этого есть возможность, они могут вычисляться одновременно. Время, затрачиваемое на классификацию, будет определяться наибольшим временем, необходимым для вычисления любой из  функций   f j  , хотя  общее количество вычислительных ресурсов, требуемых для проведения классификации, равно сумме ресурсов, требуемых  для вычисления каждой функции   f j .
  

Селфридж в своей часто цитируемой работе (1959) привел наглядный пример  параллельной процедуры.  Предположим, что каждая функция  f j   заменена  маленьким демоном, задача которого -  исследовать описание  и выкрикивать название своего класса, если он считает, что объект  относится  именно к этому классу. Демон должен кричать громко, если  он уверен в своем решении, и тихо, если не уверен. Однако общий шум будет зависеть не только от его стараний, но  и от мощности его  крика ,  которую  определяет « всемогущий» демон  путем  наделения  демонов сильным или слабым  голосом. После предъявления  классифицируемого объекта  каждый демон  выкрикивает название своего класса с интенсивностью, зависящей  от его собственных оценок и от силы данного ему голоса. Решающий демон, который ведет себя как председатель собрания, где проводится голосование, решает, на звание какого класса было выкрикнуто громче всех.


Процедуры последовательного решения несколько более громоздки  в плане их формального описания и реализации.  Удобнее  представить эти процедуры в виде дерева,  указывающего порядок, в котором должны производиться тесты. .

На рис. 2  изображена часть дерева, соответствующая последовательной процедуре решения при постановке медицинского диагноза. Первый  тест относится к самому верхнему узлу дерева; в зависимости от результата теста следующий тест  выбирается или из правого или из левого узла, соответствующего только что выполненному тесту.  Название класса связывается с концом каждой ветви, например узел «А»  на рис.1. 


Если задано одно и то же множество тестов, то для выполнения последовательных процедур решения, вообще говоря, потребуется меньше тестов, чем для эквивалентной параллельной процедуры, а значит, будет израсходовано меньше вычислительных ресурсов.  С другой стороны, если есть возможность выполнить параллельную процедуру, то последовательная процедура может оказаться значительно более долгой. Очевидно, если мы вынуждены осуществлять параллельную процедуру на последовательной машине, что обычно и бывает при использовании цифровой ЭВМ, то для выполнения соответствующей последовательной  процедуры потребуется в самом худшем случае столько же времени, сколько для параллельной.


Существенный недостаток последовательной процедуры решения состоит в том, что она подвержена ошибкам в случае ненадежности отдельных тестов, как в смысле ненадежности устройства, их выполняющего, так и в том смысле, что  каждая  компонента  x j   вектора описания определяется вероятностно при задании объекта. ( Отметим, что в этих случаях  применяется один и тот же формализм.)

Если произошла ошибка измерения, то последовательная процедура может выбрать в дереве  неверный путь, причем при этом нет возможности поправить дело. В параллельной же процедуре ошибки измерения не столь опасны, поскольку рассматриваемая классификация будет зависеть от всех имеющихся результатов  испытаний.


[image: image2]

Рис. 2 Пример последовательной процедуры решения при постановке медицинского диагноза. Кружки указывают путь классификации в рассматриваемом случае ( Клейнмунц , 1968 ).      



Способы  описания   объектов.


1.Путем набора измерений.

2.По списку  признаков.


3.Структурное  описание.


Процедура  описания путем набора измерений широко применяется  в задачах классификации физических объектов. Этот  подход основан  на  предположениях, что каждый классифицируемый объект можно описать совокупностью измерений, определяющих оси евклидова пространства,  и что все измерения будут известны  устройству классификации образов к моменту, когда  должна производиться  классификация.  Результаты  измерений определяют евклидово  пространство описаний,  в котором  каждый объект представляется точкой, а  сама классификация  основывается на оценке  близости  ( расстояния)  этой  точки  до местоположения  « типичной » точки, определяемого   статистической обработкой   результатов измерений  для каждого класса объектов.

,
Во втором способе описание объекта - это список признаков, а не набор  измерений. При этом  имеющие смысл математические операции  с векторами, соответствующими  данному способу описания, будут совершенно другими.


Структурные описания объектов выделяют взаимоотношения между компонентами объекта, а не характеристики объекта, получаемые   в серии измерений.

3. Классический статистический подход к распознаванию 




образов и классификации


Бейесовская  классификация образов предполагает знание вероятности  появления события из некоторого класса  и вероятности того, что объекты класса  будут иметь определённые описания.  Во  многих случаях на практике эта информация  отсутствует.


В процедурах статистической классификации  образов эта проблема  обычно решается предположением, что вероятности принадлежности  классу  соответствуют  относительным  частотам попадания выборок в различные классы, а распределение описаний по пространству описаний для каждого класса оценивается некоторой  приемлемой заранее известной функцией.  Таким образом, предполагается, что
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где   
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- известная функция, зависящая от  вектора параметров
[image: image5.wmf] 
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.   

Значения компонент вектора 
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 оцениваются по выборке, а затем применяется бейесовская процедура классификации.


Далее излагается метод статистического распознавания  образов для  наиболее часто применяемого предположения, что  
[image: image8.wmf]f

- многомерное нормальное распределение. Предположение о многомерном нормальном распределении можно оправдать следующими логическими соображениями. Допустим, что  для каждого класса существует идеальный, или типичный объект. Пусть 
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- его вектор измерений (в шкале интервалов) Таким образом, 
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определяет точку в пространстве  описаний, соответствующую идеальному члену некоторого класса.

Реальный объект, выбранный из этого класса, будет иметь описание 
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, не обязательно совпадающее с 
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.Любое  отклонение  
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от  
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 может происходить, в частности,   из-за  воздействия определённых (возможно небольших) отклонений каждого  из  измерений.  В задаче классификации спортсменов по росту и весу на классы «баскетболисты» и «футболисты» можно предположить, что существует идеальный   «тип  баскетболиста», но любой  конкретный игрок случайным образом отличается от этого типа  по росту и весу. Отметим,  что  отклонения по каждому измерению  могут  коррелировать  друг с другом; например, если игрок выше обычного, он, по-видимому, будет и тяжелее. В том методе классификации, который далее излагается, такие корреляции в отклонениях от идеального типа будут учитываться. Следовательно, порождаемые указанным выше способом результаты наблюдения в каждом классе будут  иметь многомерное нормальное  распределение  с  центральной   точкой 
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 в пространстве описаний
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Для  каждого класса 
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определим следующие параметры:



[image: image18.wmf]-

m

i

j

среднее значение объектов в классе  
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среднеквадратическое отклонение в классе  
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при измерении   
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коэффициент взаимной корреляции  между  измерениями 
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вычисленными по объектам из класса 
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Роль вектора 
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 представляющего «идеальное описание, играет вектор средних значений измерений объектов в выборке из класса 
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:
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 EMBED Equation.3 [image: image30.wmf]).
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Если результаты некоторых  экспериментов или наблюдений  представить  в виде матрицы, строки которой соответствуют  различным наблюдаемым объектам, а  столбцы – параметрам, описывающим  состояние каждого объекта, то такая матрица называется матрицей данных. Обозначим число объектов через  N, а параметров – через .n.  Тогда матрица  данных Z  имеет вид
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В этой матрице элемент  элемент  
[image: image32.wmf]ij

z

 указывает значение, которое принимает 
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j
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 параметр на 
[image: image34.wmf]ом
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-

 объекте.


Параметры, описывающие один и тот же  объект, могут иметь  различный  физический смысл. Это приводит к тому, что матрица  данных  будет изменяться при изменении  шкал, в которых  измеряются  те или иные параметры.  Соответственно  различные  столбцы  матрицы  данных  (т.е. различные параметры) оказываются трудно  сопоставимыми между собой. Поэтому  матрицу данных ещё до проведения анализа приводят к  стандартному виду, при  котором  средние значения всех параметров равны нулю, а дисперсии – одному и тому же числу. Такое преобразование можно понимать как  приведение всех параметров  к некоторой единой стандартной шкале.


В особых случаях, когда все параметры имеют одинаковый физический смысл  и когда сама цель исследований заставляет нас принимать  во внимание  абсолютные значения  параметров, преобразование данных не производится. Такая ситуация  может возникнуть, например, при анализе различных поставок  комплектующих предприятию, когда  поставки всех комплектующих измеряются в рублях т.е. в сопоставимых единицах.


Переход от матрицы  Z  к  стандартизованной матрице данных X=
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осуществляется  следующим образом:
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Элементы матрицы  X  обладают следующими свойствами:
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. Эти  свойства  матрицы  X  и позволяют  говорить о ней как о стандартизованной матрице данных. Геометрическую матрицу данных X  можно иллюстрировать двояко. Во-первых, можно рассматривать  n-мерное пространство, оси которого соответствуют  отдельным параметрам, а каждую строку  матрицы  X интерпретировать как вектор в этом пространстве. Такое пространство называют пространством  параметров,  а вся матрица X  может быть представлена  как совокупность  N   векторов  в пространстве  параметров.
 
С другой  стороны, можно рассматривать  N – мерное пространство, оси  которого  соответствуют  отдельным  объектам. Тогда каждый  столбец  x
[image: image41.wmf]j

  матрицы  X  представляет собой  вектор в этом пространстве, а  матрица  X   - совокупность    n таких векторов. Это пространство называют пространством  объектов, которое удобно  потому, что  в этом пространстве  все векторы  x
[image: image42.wmf]j

 имеют  одинаковую длину  
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 так что  вопрос о взаимосвязи  между параметрами очень часто сводится к оценке угла между  соответствующими векторами в пространстве объектов.
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Используя понятие  коэффициента корреляции, матрице данных  X размерности 
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 поставим в соответствие квадратную матрицу коэффициентов корреляции или, как её ёще называют, корреляционную матрицу  R размерности 
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 где   
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скалярное произведение  двух  векторов-столбцов 
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Поскольку длины векторов  
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где 
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мерном пространстве между векторами 
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Величины коэффициента  корреляции являются показателем связи  соответствующих параметров  объектов  между собой.  Так, при 
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 векторы 
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 полностью  совпадают, т.е. эти  параметры  принимают  одинаковые значения  на любом из объектов; при  
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.  С уменьшением величины 
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,  в меньшей степени по значениям одного параметра можно предсказывать  значения другого параметра, т.е. тем меньше  связаны  параметры 
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 между собой. Описанная ситуация в наглядной форме представлена на рис.4.1. Как 

Видно из условного  из условного изображения пространства   N  объектов, четыре параметра 
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  расположены 
[image: image66.wmf]в нём так,  что  углы между ними соответственно равны  
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 Таким  образом, коэффициент корреляции  является  удобным показателем

«близости»  или  «связи»  между параметрами. Тем не менее  «сильно  связанные»  
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Рис.4.1

 в некотором  смысле параметры  могут иметь в ряде случаев коэффициенты корреляции,. равные нулю.


Матрица дисперсий для класса 
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 EMBED Equation.3 [image: image75.wmf]
Поскольку полагается, что каждое измерение  коррелирует  само с собой, то 

диагональные элементы  матрицы  
[image: image76.wmf]å

i

- это
[image: image77.wmf],

)

(

2

i

j

s

 т.е. они являются  дисперсиями измерений, произведённых в классе 
[image: image78.wmf].
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Для простоты  исследуем подробно только случай, в котором  матрицы дисперсий для всех классов одинаковы. Это позволит рассматривать одну матрицу дисперсий 
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 с соответствующими элементами. Многомерная нормальная функция плотности вероятности в пространстве  
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 для класса  
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  имеет вид
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где 
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- определитель матрицы.  Для каждого класса и для каждой точки   
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 - соответственно исходный вектор-столбец  и транспонированный.


Пусть  
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  будет  ценой  ошибочной классификации члена класса 
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 Потери  вследствие ошибочной классификации, заключающейся в отнесении  x  некоторой области 
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Потери  будут минимальными, если область  
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 выбрать так, чтобы для всех  x
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  выполняется неравенство
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Оно эквивалентно неравенству
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С  учётом  выражения для многомерного нормального распределения получаем
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После  логарифмирования и простой перегруппировки членов получаем
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Правая часть этого выражения не зависит от  x; обозначим её  
[image: image109.wmf].
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 Величины же
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  зависят от  x . Таким образом, правило классификации образов гласит: 

     точку  x следует  отнести   к  области  
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 если   множество значений 
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Проиллюстрируем рассмотренный многомерный случай  рис.4.2.   Для простоты рассмотрим два измерения, так что пространство описаний будет плоскостью. Это не ограничит общность рассуждений. Плотность вероятности для класса в любой точке плоскости представим  отметкой высоты  в направлении, перпендикулярном  плоскости. Каждый класс определяет «холм плотности» , основание которого лежит на этой плоскости. Однако в противоположность настоящим холмам «холмы плотности» для различных классов могут перекрываться. Можно  изобразить каждый холм, нарисовав линии  одинаковой плотности, подобные  линиям на  топографической карте. Для всех точек на такой линии вероятности
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x)  принадлежать  одному и  тому же классу 
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 равны  и зависят  как от  вероятности  
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 того, что  случайно выбранный объект принадлежит  классу 
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, так   и от  относительной частоты  элементов данного класса 
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  в  рассматриваемой точке  x :
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 EMBED Equation.3 [image: image124.wmf]    

Предположение о многомерном нормальном распределении приводит к тому, что  линии одинаковой  плотности  являются эллипсами  с центром в точке 
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 которая  является точкой  максимальной плотности, т.е. вырожденным эллипсом, а  плотность для рассматриваемой линии будет определяться  наименьшим расстоянием этой  линии  до 
[image: image126.wmf].
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 Таким образом, каждая линия  одинаковой плотности будет окружать  все линии с большей плотностью и будет  в свою очередь  окружена  линиями с  меньшей плотностью. Начертив эллипсы, соответствующие нескольким  плотностям,  получим  картину относительного  расположения распределений  для разных классов. На рис.4.2 показан случай  двух классов, холмы плотности для которых ориентированы одинаково, хотя размеры их различны. Это вытекает из предположения  о равенстве  матриц дисперсий  для обоих классов, поскольку  именно матрицы дисперсий определяют ориентацию эллипсов.
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Рис.4.2. Линии одинаковой плотности  для двух классов 




( нормальные распределения).

Границу между областями  
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 точки, которые можно отнести  или к классу
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, не изменив потери, вызванной ошибочной классификацией, т.е. точки, при которых имеет место равенство 
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. Можно доказать, что граница всегда будет гиперплоскостью ( имеющей размерность на единицу меньшую  размерности пространства). Таким образом, в двумерном случае области  граничат по прямым линиям. Далее можно доказать, что граничная гиперплоскость будет всегда перпендикулярна прямой , соединяющей центры распределений, т.е.  точки   
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 в пространстве описаний. Точка, в которой гиперплоскость пересекает эту  прямую, будет зависеть от относительной частоты  каждого класса и цены  ошибочной классификации. Эта зависимость определяется  значением  постоянной  
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. Так как величиной 
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можно управлять, изменяя  цену ошибочной классификации или частоту класса ( и при этом не трогая  функцию плотности  вероятности внутри класса), то можно подобрать такое расположение гиперплоскостей, что  «типичный» член класса 
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заведомо попадёт в область  
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 Это  математическое объяснение неформального вывода, полученного при обсуждении примера психиатрического обследования.
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