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АНАЛИЗ ИЗОБРАЖЕНИЙ КЛЕТОК КОРЫ ГОЛОВНОГО МОЗГА IN VITRO  
С ПРИМЕНЕНИЕМ МЕТОДА ГЛУБОКОГО ОБУЧЕНИЯ

Аннотация. Представлен метод анализа изображений культивируемых клеток коры головного мозга для коли-
чественной оценки параметров развития биологических нейронных сетей с применением средств машинного обуче-
ния. Разработаны программные модули сегментации изображений на клетки, кластеры и нейриты с применением 
нейросетевой модели и метода глубокого обучения, сформирован обучающий набор изображений культивируемых 
нейронов и соответствующих масок сегментации. Результаты апробированы при анализе развития сети культивируе-
мых нейронов in vitro на основе подсчета длины нейритов на различных стадиях роста культуры. Разработанные 
методики мониторинга процессов формирования биологических нейронных сетей на основе анализа роста нейронов 
в различных условиях и на различных субстратах предоставляют возможность контроля процессов дифференци-
ровки стволовых клеток в нейрогенном направлении. Результаты могут применяться для мониторинга формирова-
ния органоидов в биоинженерных приложениях, а также при моделировании процессов регенерации нервной ткани.
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IMAGE ANALYSIS OF BRAIN CORTEX CELLS IN VITRO  
USING A DEEP LEARNING METHOD

Abstract. The article presents a method for analyzing images of cultured cortical cells for a quantitative analysis of the 
parameters of development of biological neural networks using machine learning approaches. We have developed software 
modules for segmentation of images into cells, clusters, and neurites using the neural network model and the deep learning 
method; a training set of images of cultivated neurons and corresponding segmentation masks have been generated. The 
results were validated by analyzing the development of cultivated neurons in vitro based on the length count of neutrites at 
different growth stages of the culture. The developed methods for monitoring the processes of formation of biological neuronal 
networks based on the analysis of the neuronal growth under different conditions and on different substrates provide  
an opportunity to monitor the processes of stem cell differentiation in the neurogenic direction. The results can be used  
in monitoring the formation of organoids in bioengineering applications, as well as in modeling the processes of nerve tissue 
regeneration.
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Введение. Методика культивирования клеток нервной ткани in vitro находит широкое при-
менение как при исследовании фундаментальных принципов функционирования нейронов и био- 
логических нейронных сетей, так и при решении практических задач биомедицинского характе-
ра, для изучения механизмов формирования патологических состояний и разработки способов 
их коррекции [1–3]. Особенностью экспериментальной работы с культивируемыми нейронами 
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является необходимость анализа изображений не только тел клеток, но и сложной сети отрост-
ков – нейритов. При этом в зависимости от условий культивирования, типа субстрата и его по-
крытия нейроны могут развиваться как в виде однородной культуры, так и формировать класте-
ры клеток в случае слабой адгезии к поверхности. В настоящее время разработаны различные 
программные пакеты для количественного анализа изображений нейронов и нейритов, основан-
ные на применении алгоритмов усиления контраста, устранения фона на основе адаптивного 
порога яркости [4; 5]. Особенностью большинства распространенных методов является то, что 
они рассчитаны на работу преимущественно с изображениями, полученными методами флуо-
ресцентной микроскопии. По сравнению, например, со светлопольными или фазово-контраст-
ными изображениями, иммунофлуоресцентное окрашивание позволяет увеличить соотношение 
сигнал/шум до уровня, необходимого для приемлемой работы таких классических алгоритмов 
анализа. Флуоресцентные методы, однако, сопряжены с рядом трудоемких этапов и могут ока-
зывать существенное влияние на объект исследования. Так, фиксация клеток перед процессом 
окрашивания делает невозможным отслеживание роста нейритов с течением времени, а этапы 
промывки, следующие за процессом фиксации, могут вызвать открепление нейритов от подложки.

В связи с этим актуальной является разработка методов анализа изображений нейронов, по-
лученных с помощью световой микроскопии, для изучения динамики живых развивающихся 
культур клеток. Перспективные подходы в данном направлении связаны с применением совре-
менных методов машинного обучения, в том числе методов глубокого обучения, которые при-
годны для работы со сложными и зашумленными изображениями. Так, архитектура нейронной 
сети U-Net, реализующая метод глубокого обучения, показала хорошие результаты при обработ-
ке изображений биологических объектов [6]. Задачей обработки изображения в данном случае 
является его сегментация, разделение на области по отдельным признакам для определения  
и дальнейшего анализа исследуемых объектов. 

Целью работы являлась разработка и реализация метода сегментации фазово-контрастных 
изображений культивируемых нейронов коры головного мозга крысы на нейроны, кластеры  
и нейриты с применением нейросетевых моделей глубокого обучения.

Материалы и методы исследования. Материалы и методы клеточного культивирования. 
Нейроны коры головного мозга крысы выделяли в соответствии с нормами этического обраще-
ния с экспериментальными животными и культивировали по методике на основе протокола, 
представленного в [7]. Диссоциированные нейроны высевали в чашки Петри Nunclon Nunc 
(Thermo Fisher Scientific, США) в культуральную среду Neurobasal с добавкой B-27 (Thermo 
Fisher Scientific, США) и помещали в CO2-инкубатор при температуре 37 ℃, где содержание СO2 
составляло 5 %. Изображения нейронов получали при помощи микроскопа Eclipse Ti2-U (Nikon, 
Япония) в режиме фазового контраста путем полуавтоматического сканирования заданной области. 

Реализация методов обработки изображений. Для предварительной обработки полученных 
изображений применяли набор модулей собственной разработки на языке Python с использова-
нием библиотеки OpenCV. С целью выравнивания параметров яркости и контрастности по полю 
сканирования полученный набор изображений объединяли и обрабатывали с применением гаус-
совой фильтрации и алгоритма CLAHE [8], после чего снова разбивали на отдельные изображе-
ния размером 2048 на 2048 пикселей. 

Для решения задачи сегментации модифицировали модель MEDIAR-Former [9], разработан-
ную на основе архитектуры MA-Net и учитывающую необходимость обработки гетерогенных 
наборов изображений, полученных методами оптической микроскопии. Структура MEDIAR-
Former в общем виде состоит из блоков кодирования, декодирования и двух независимых выход-
ных блоков распознавания клеток (CR) и разделения клеток (CD). Данная модель была модифи-
цирована путем добавления блоков классификации клеток (CC) и сегментации нейритов (NS).

Блоки CR и CD решают задачу сегментации экземпляров объектов для различных классов,  
в данном случае это одиночные нейроны и клеточные кластеры. Блок CR отвечает за предсказа-
ние вероятности принадлежности выбранного пикселя к классу. Блок CD предсказывает направ-
ление градиентов яркости для дальнейшего уточнения формы и границ объектов и восстановления 
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точной формы. В дальнейшем данная форма уточняется при помощи бинарной маски принад-
лежности пикселя клетке, сформированной слоем CR. В качестве выходных данных после объе-
динения результатов блоков CR и CD формируется маска с проиндексированными областями. 
Каждая такая область формирует отдельный экземпляр объекта.

Блок CC выполняет решение задачи семантической сегментации (соотнесение пикселей изо-
бражения определенному классу) полученных объектов на фон, нейроны и кластеры. Его ре-
зультаты объединяются с выходной маской CR/CD, чем в итоге решается задача паноптической 
сегментации изображения на нейроны и кластеры. Блок NS реализует построение бинарной ма-
ски семантической сегментации нейритов.

Для блоков CR, CD, СС и NS использовали различные функции ошибок, аргументами в них 
являются входные и выходные паттерны, минимизация которых и является целью процесса обу-
чения. В качестве функции ошибки CR использовали бинарную кросс-энтропию, для CD – сред-
неквадратическую ошибку. Для блока CC использовали комбинацию бинарной кросс-энтропии 
и суммы функции потерь Жаккара по каждому из классов на основе бинарных масок, получен-
ных путем фильтрации по определенному значению. Для блока NS применяли произведение би-
нарной кросс-энтропии с матрицей весовых коэффициентов.

В качестве метрики результативности использовали F1-меру как среднее гармоническое меж-
ду точностью и полнотой, где точность – отношение числа истинно-положительных результатов 
к сумме числа истинно-положительных и ложноположительных результатов, а полнота – отно-
шение числа истинно-положительных результатов к сумме числа истинно-положительных и лож-
ноотрицательных результатов.

Для расчета количественных показателей длины нейритов использовали операцию скелето-
низации бинарной маски, в результате чего получали набор линий, для которых рассчитывали 
длину.

Для создания обучающих наборов данных выполняли ручную сегментацию данных на соот-
ветствующие классы. Для ручной сегментации нейронов и кластеров разработали модуль с гра-
фическим интерфейсом, реализующий алгоритмы водораздела и GrabCut [10] и позволяющий 
автоматически генерировать маску объекта на основе выбора нескольких точек, определяющих 
объект и фон, а также автоматически разделять расположенные рядом объекты. Для ручной сег-
ментации и количественной характеризации нейритов использовали пакет SNT программы 
ImageJ [11].

В качестве начального состояния использовали набор весов, полученный в результате обуче-
ния с использованием ряда открытых баз данных изображений культивируемых клеток [10], для 
которого затем проводили дообучение с использованием полученных изображений культивиру-
емых нейронов и соответствующих масок, полученных в результате ручного сегментирования. 
Для блока NS этап дообучения производили независимо от блоков CR/CD/СС.

Результаты и их обсуждение. На рис. 1, а представлен пример фазово-контрастного изобра-
жения клеток коры головного мозга крысы, полученного после одних суток культивирования. 
Клетки расположены равномерно по поверхности, многие нейроны имеют форму, близкую к ша-
рообразной. Отдельные клетки вырастили одиночные короткие нейриты. На рис. 1, b показано 
изображение культуры клеток, полученное после семи суток культивирования. Нейроны приоб-
рели более сложную форму, некоторые клетки обладают выраженными морфологическими ха-
рактеристиками пирамидальных нейронов. Визуально площадь клеток увеличилась вследствие 
их адгезии к поверхности. На изображении появились клеточные агрегаты – кластеры за счет 
миграции клеток друг к другу. Нейроны сформировали развитую сеть нейритов, которые соеди-
няют одиночные клетки и кластеры. На изображении также присутствуют фрагменты открепив-
шихся от поверхности клеток.

На рис. 1, c показано соответствующее изображение маски, полученной в результате ручной 
сегментации изображения, представленного на рис. 1, b, а на рис 1, d – соответствующая маска, 
полученная в результате работы нейросетевого алгоритма. 
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При сегментации тестовой выборки были получены следующие значения F1-меры: для клеток 
и кластеров F1 = 0,688, для нейритов F1 = 0,609. Для исходной модели MEDIAR без дообучения 
при классификации клеток получено значение F1 = 0,215. Таким образом, дообучение на полу-
ченных фотографиях культивируемых нейронов позволило существенно улучшить производи-
тельность сегментации нейронов.

Разработанный метод апробирован при характеризации развития сети культивируемых ней-
ронов in vitro на основе подсчета длины нейритов на различных стадиях роста культуры. На рис. 2 
представлен график зависимости рассчитанной суммарной длины нейритов на одном квадрат-
ном миллиметре поверхности при ручной и автоматической сегментации. Для данных на гра-
фике указаны средние значения и стандартные отклонения. Полученная зависимость для ней-
росетевой сегментации соответствует зависимости для ручной сегментации, но рассчитанные 
значения длины меньше, так как алгоритм распознает не все нейриты, определенные при ручной 
обработке. 

 

 
а 

 
b 

 
c 

 
d 

Рис. 1. Фазово-контрастное изображение нейронов коры головного мозга крысы, полученное после одних (а)  
и семи (b) суток культивирования. Маска для изображения нейронов после семи суток культивирования,  

полученная в результате ручной сегментации (c), и после нейросетевой сегментации (d)  
(зеленым цветом обозначены нейроны, синим – кластеры, красным – нейриты.  

Высота и ширина области на изображениях равны 747 мкм)

Fig. 1. Phase-contrast image of rat cerebral cortex neurons obtained after one day (a) and after seven days (b)  
of cultivation. Mask for neurons image after seven days of cultivation, obtained as a result of manual segmentation (c)  
and after neural network segmentation (d) (green indicates neurons, blue indicates clusters, and red indicates neurites.  

The height and width of the region in the images are equal to 747 μm)
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Полученные значения F1-меры при распознавании нейритов сравнимы со значениями для 
распознавания клеток, что свидетельствует об эффективности работы выбранной нейросетевой 
модели при распознавании нейритов по сравнению с классическими методами, основанными на 
детекции с применением порога интенсивности. При обработке изображений наиболее часто 
возникали сложности с дискриминацией между трехмерными кластерами и группами располо-
женных рядом клеток, а также при распознавании наиболее тонких нейритов, так как даже не-
большие вариации фокусировки объектива при получении фазово-контрастных фотографий мо-
гут существенно изменять вид тонких объектов. Для повышения эффективности распознавания 
будет проводиться дальнейшее увеличение базы данных изображений культивируемых нейро-
нов, используемых для обучения нейронной сети, а также модификация архитектуры для улуч-
шения работы с протяженными объектами. Дальнейшее развитие представленных средств ана-
лиза также может быть направлено на разделение уже распознанных клеток на классы по 
морфологическим признакам, например, нейроны или глиальные клетки, при формировании со-
ответствующей базы данных изображений. На основе получаемых в результате сегментации ма-
сок возможно проведение подсчета количества клеток на подложке, степени их адгезии к суб-
страту, морфологического исследования арборизации нейритов [12] и других видов анализа. 

Культивирование клеток мозга in vitro является сложной методикой с тщательным контро-
лем на различных этапах, поскольку нейроны требовательны и чувствительны к условиям куль-
тивирования. Тенденцию к образованию кластеров и параметры арборизации нейритов можно 
изменять путем нанесения дополнительных адгезивных покрытий на субстрат культивиро-
вания. При этом в научной литературе при описании особенностей методик культивирования 
нейронов часто встречаются лишь качественные характеристики особенностей формирования 
биологической нейронной сети. Это связано прежде всего с трудоемкостью количественного 
анализа роста нейритного дерева без высокопроизводительных средств автоматизации. Для ис-
пользуемых в работе изображений первичной культуры клеток коры головного мозга крысы,  
в отличие от фотографий перевиваемых линейных культур клеток, характерно наличие объек-
тов с разнородной морфологией – клеток различных типов, сети нейритов, дебриса в виде оста-
точных фрагментов после этапов диспергирования нервной ткани, что в целом делает автомати-
зацию сегментации таких изображений трудновыполнимой задачей с применением классических 
методов на основе пороговой детекции объектов. В связи с этим полученные результаты могут 
применяться при апробации новых экспериментальных методик выращивания нейронов, в том 
числе на новых типах субстратов, для количественного мониторинга прикрепления и адгезии 
клеток, роста нейритов.
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Рис. 2. Зависимость рассчитанной суммарной длины нейритов на 1 мм2 поверхности 

от длительности культивирования при ручной и нейросетевой сегментации

Fig. 2. Dependence of the calculated total length of neurites per 1 mm2 of the surface depending  
on the duration of cultivation with manual and neural network segmentation
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Примененные в данной работе нейросетевые подходы к обработке изображений требуют пред-
варительного этапа подготовки – обучения на подготовленных и специально размеченных набо-
рах данных, представляющих из себя выборку изображений, на которых выделены и классифи-
цированы требуемые объекты. При этом, для них характерна высокая гибкость и адаптивность  
к изменяющимся характеристикам изображения без необходимости дополнительного применения 
ручной подстройки параметров для отдельных изображений. Особенностью пред ставленного  
в работе подхода на основе метода глубокого обучения является возможность организации про-
цесса анализа больших объемов данных с минимизацией этапов ручной обработки и настройки.

Разработанные методики могут применяться и для анализа изображений, получаемых при 
проведении других типов экспериментов с культивируемыми клетками, например, при исследо-
вании процессов дифференцировки стволовых клеток в нейрональном направлении, при разра-
ботке биоинженерных конструкций для моделирования процессов регенерации нервной ткани [13]. 
Полученные результаты применимы дополнительно к стандартным процедурам фенотипирова-
ния, прижизненно, без ухудшения условий культивирования для стандартизации популяции 
клеток одного типа с воспроизводимым клеточным составом, после изъятия организма биологи-
ческого материала с последующим культивированием клеток вне организма для создания лекар-
ственных препаратов на основе соматических клеток. Возможности детекции классов клеток  
и клеточных кластеров могут быть использованы при работе с экспериментальными система- 
ми на основе органоидов – «минимозг», для моделирования процессов развития нервной сис- 
темы [14; 15]. 
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