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ОБЩАЯ ХАРАКТЕРИСТИКА РАБОТЫ

Магистерская диссертация, 41 с., 18 рис., 10 таблиц, 16 источников.
Ключевые слова: МАШИННОЕ ОБУЧЕНИЕ, АЛГОРИТМЫ КЛАССИ-

ФИКАЦИИ, БЕНЧМАРК-ТЕСТ, PYSPARK.ML, SKLEARN, РЕГРЕССИ-
ОННЫЕ МОДЕЛИ.

Объектом исследования являются задачи классификации в машинном
обучении.

Предмет исследования представляет собой сравнение алгоритмов класси-
фикации в зависимости от параметров задачи.

Целью исследования является сравнения методов машинного обучения по
таким критериям, как качество предсказаний, загрузка процессора, исполь-
зование памяти и диска, а также разработка методики выбора подходящего
алгоритма согласно требованиям задачи.

В контексте этого проекта была описана и применена методика сравне-
ния и выбора подходящего алгоритма машинного обучения в зависимости
от характеристик и требований задачи. Результатом применения методики
является рекомендатор алгоритмов классификации библиотек Pyspark.ML и
sklearn на базе регрессионных моделей, которые предсказывают метрики ка-
чества и производительности.

Работа состоит из трех глав. В первой главе описывается методика срав-
нения и выбора алгоритмов машинного обучения. Во второй главе рассмат-
ривается применение методики для алгоритмов библиотеки Pyspark.ML на
сгенерированных данных. В третьей главе представлены результаты приме-
нения методики для алгоритмов классификации библиотеки sklearn на реаль-
ных выборках.

Данное исследование является частью проекта, в котором принимали уча-
стие различные университеты с целью разработки методики рекомендации
алгоритмов и библиотек машинного обучения. Исследование может приме-
няться в сферах, где использование методов машинного обучение может быть
полезно, однако такой подход недостаточно развит либо стоит больших за-
трат.
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АГУЛЬНАЯ ХАРАКТАРЫСТЫКА ПРАЦЫ

Магiстарская дысертацыя, 41 с., 18 мал., 10 таблiц, 16 крынiц.
Ключавыя словы: МАШЫННАЕ НАВУЧАННЕ, АЛГАРЫТМЫ КЛАС-

СIФIКАЦЫ, БЕНЧМАРК-ТЭСТ, PYSPARK.ML, SKLEARN, РЭГРЭСIЙ-
НЫЯ МАДЭЛI.

Аб’ектам даследвання з’яўляюцца задачы класiфiкацыi ў машынным на-
вучаннi.

Прадметам даследвання з’яўляецца параўнанне алгарытмаў класiфiкацыi
ў залежнасцi ад параметраў задачы.

Мэтай даследвання з’яўляецца параўнанне метадаў машыннага навучан-
ня па такiм крытэрам, як якасць прадказанняў, загрузка працэсара, выкары-
станне памяцi i дiска, а такжа распрацоўка методыкi выбара падыходзячага
алгарытма згодна патрабаванням задачы.

У кантэксце гэтага праекта была апiсана i прыменена методыка параўнан-
ня i выбару падыходзячага алгарытму машыннага навучання ў залежнасцi ад
характарыстык i патрабаванняў задачы. Рэзультатам прымянення методыкi
з’яўляецца рэкамендатар алгарытмаў классiфiкацыi бiблiятэк Pyspark.ML и
sklearn на базе рэгрэсiйных мадэляў, якiя прадказваюць метрыкi якасцi i вы-
творчасцi.

Работа складаецца з трох главаў. У першай главе апiсваецца методыка
параўнання i выбару алгарытмаў машыннага навучання. У другой главе раз-
глядаецца прымяненне методыкi для алгарытмаў бiблiятэкi Pyspark.ML на
сгенераваных дадзеных. У трэцяй главе прадстаўлены рэзультаты прымя-
нення методыкi для алгарытмаў класiфiкацыi бiблiятэкi sklearn на рэальных
выбарках.

Дадзенае даследванне з’яўляецца часткай праекту, у якiм прымалi ўдзел
розныя ўнiверсiтэты з мэтай распрацоўкi метадалогii рэкамендыцi алгары-
тмаў i бiблiятэк машыннага навучання. Даследванне можа прымяняцца ў
сферах, дзе выкарыстанне метадаў машыннага навучання можа быць карыс-
ным, але такi падыход недастаткова развiты цi каштуе вялiкiх выдаткаў.
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ABSTRACT

Master thesis, 41 p., 18 рic., 10 tables, 16 resources.
Key words: MACHINE LEARNING, CLASSIFICATION ALGORITHMS,

BENCHMARK, PYSPARK.ML, SKLEARN, REGRESSION MODELS.
The object of the research is machine learning classifications algorithms.
The subject of research is the algorithms’ comparison depending on the

problem parameters.
The aim of this work is classification algorithms comparison depending on the

quality metrics, cpu, disk and memory usage and development of the methodology
for selecting the right algorithm according to the problem demands.

The methodology of selecting an appropriate machine learning algorithm
depending on the problem parameters was described and applied in the context of
this project. The result of applying this methodology is a classification algorithms’
recommender of Pyspark.ML and sklearn libraries based on regression models that
predict quality and performance metrics.

The master thesis consists of three chapters. The first chapter includes a
description of the methodology for selecting a proper algorithm. The second
chapter contains a methodology application for classification algorithms of
Pyspark.ML library. The third chapter represents the results of the methodology
application for classification algorithms of sklearn library.

This research is a part of a project, which different universities have taken part
in implementing the methodology of machine learning algorithms’ and libraries’
recommendations. Given research can be applied in a sphere, where machine
learning approach can be useful, but isn’t well-developed yet or costs a lot.

5



ПЕРЕЧЕНЬ УСЛОВНЫХ ОБОЗНАЧЕНИЙ И
СОКРАЩЕНИЙ

LR – Logistic Regression, логистическая регрессия.
RF – Random Forest, случайный лес.
GB – Gradient Boosting, градиентный бустинг.
DT – Decision Tree, решающее дерево
Linear SVC, SVC – Linear Support Vector Machine, метод опорных векторов

с линейный ядром.
ROC-curve – Receiver Operating Characteristic curve, кривая, позволяет

оценить качество бинарной классификации.
PR-curve – Precision Recall curve, кривая полноты и точности, позволяет

оценить качество бинарной классификации для несбалансированных выбо-
рок.

HDFS – Hadoop Distributed File System, распределенная файловая система
Hadoop.

PMLB – Penn Machine Learning Benchmarks, репозиторий выборок для
задач классификации и регрессии.
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ВВЕДЕНИЕ

Многие сферы успешно используют либо пробуют методы машинного обу-
чения для решения различных задач. Так, уже давно ведутся разработки
беспилотных автомобилей разного уровня автономности, рекомендательные
системы подбирают различный контент, прогнозируются различные метрики
в сфере сельского хозяйства и страхования, выявляются аномалии в бухгал-
терском учете и в сфере мониторинга здоровья.

Существует множество алгоритмов машинного обучения, которые могут
использоваться для решения самых разнообразных бизнес-задач. Некоторые
алгоритмы качественно решают свою задачу, но используют много процес-
сорного времени. Другие быстро дают нужный ответ, но потребляют много
памяти.

Выбор алгоритма машинного обучения в начале проектирования прило-
жения для решения конкретной задачи, который впоследствии будет удо-
влетворять поставленным требованиям, все также является трудоемким и, в
некоторых областях, очень дорогим исследованием.

Сравнение алгоритмов машинного обучения по различным критериям, а
также разработка методики автоматизированного выбора подходящего ме-
тода согласно требованиям к качеству и производительность позволит опти-
мизировать количество времени и усилий, потраченных на начальном этапе
решения задачи.

Типология задач машинного обучения выглядит следующим образом:
• обучение с учителем;
• обучение без учителя;
• обучение с подкреплением;
• частичное обучение;
• и т.д.
Самый распространенный случай – это обучение с учителем. Каждый

прецедент представляет собой пару «объект, ответ». Требуется определить
функциональную зависимость ответов от признаков объектов и построить
алгоритм, которые принимает на входе признаки объекта и на выходе выдает
ответ 9.

Обучение с учителем в свою очередь разделяется на такие подтипы задач,
как задача классификации, задача регрессии, задача ранжирования, задача
прогнозирования.

Для исследования было выбрано направление классификации.
Раздел классификации посвящен решению следующей задачи. Имеется

множество объектов, разделённых на классы. Задано конечное множество
объектов, для которых известно, к каким классам они относятся. Это множе-
ство называется обучающей выборкой. Принадлежность остальных объектов
к классам не известна. Нужно построить алгоритм, способный классифици-
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ровать произвольный объект из исходного множества 10.
Задача классификации решается во многих сферах. Например, в меди-

цине алгоритмы классификации позволяют классифицировать вид заболева-
ний либо предсказывать исход. В сфере кредитования такие методы дают
возможность оценить кредитоспособность заемщиков. В области маркетинга
алгоритмы классификации дают возможность персонализировать электрон-
ные письма, акции, товары, которые видит пользователь.

В сферах, где использование машинного обучение не так развито, данное
исследование может помочь оптимизировать количество времени на началь-
ном этапе реализации решения. Результаты сравнения алгоритмов класси-
фикации, а также рекомендация наиболее подходящих алгоритмов позволят
сэкономить ресурсы при выборе классификатора.

Данное исследование является частью международного проекта посвя-
щенного изучению выбора библиотек и алгоритмов машинного обучения для
задач, в контексте которых обрабатываются большие объемы информации.
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ГЛАВА 1 . МЕТОДИКА СРАВНЕНИЯ И ВЫБОРА

АЛГОРИТМОВ КЛАССИФИКАЦИИ

1.1 Описание методики рекомендации алгоритмов

Существует множество библиотек машинного обучения, которые в свою
очередь содержат в себе различные алгоритмы классификации. Очень часто
на этапе реализации модели необходимо выбрать алгоритм, который будет не
только давать хорошую точность предсказаний, но и будет подходить по про-
изводительности. При решении определенной задачи также предполагается,
что при изменении размера данных алгоритм все также будет удовлетворять
поставленным требованиям.

Целью разработки следующей методики является упрощение задачи вы-
бора алгоритма классификации и оптимизация ресурсов в областях, где экс-
пертиза использования машинного обучения недостаточно развита.

Методика состоит из двух этапов:
1. Тестирование алгоритмов и сравнение алгоритмов по выходным дан-

ным тестов.
2. Построение предсказывающих моделей на основе выходных данных, ко-

торые позволят выбрать подходящий алгоритм в зависимости от требо-
ваний и характеристик задачи.

Опишем процесс тестирования и сравнения алгоритмов.
Для каждого алгоритма мы будем собирать определенные метрики, кото-

рые описаны в последующих главах, по которым мы будем оценивать каждый
из алгоритмов.

Для сравнения алгоритмов по метрикам выполняются следующие шаги:
1. Подготовка выборок с различным числом объектов и признаков.
2. Подготовка и запуск бенчмарк-тестов.

(a) Каждый алгоритм обучается на всех обучающих выборках n раз.
(b) Каждый алгоритм дает ответы на тестовых выборках либо каче-

ство предсказаний оценивается с помощью кросс-валидации.
(c) Во время обучения и предсказания измеряются метрики качества

и производительности.
3. Сбор и обработка метрик.
4. Построение сравнительных графиков.
Опишем процесс, который позволяет оценить алгоритмы классифика-

ции в зависимости от размер выборки: количества объектов и количества
признаков – с помощью машинного обучения.

Результатом каждого бенчмарк-теста – обучение и предсказание алгорит-
ма на одной выборке – являются метрики.

Поскольку для каждого алгоритма были подготовлены данные различных
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размеров, то в итоге для каждого алгоритма были сформированы следующие
выборки, таблица 1.1 является примером таких выборок.

Таблица 1.1 — Пример выборки, составленной из собранных метрик

n - кол-во объектов m - кол-во признаков значение метрики

100000 48 0.793048015556

100000 120 0.81262611612

... ... ...

800000 16 0.840813346872

Для каждой такой выборки мы построили регрессионную модель, которая
может предсказать значение метрики по размеру выборки.

Поскольку мы имеем возможность предсказывать метрики для каждо-
го алгоритма по размеру выборки, мы можем оценить каждый алгоритм с
помощью взвешенной суммы, пример которой представлен формулой 1.1.

score = w1 ×metric_rank1 + w2 ×metric_rank2+
+...+ wn ×metric_rankn

(1.1)

Веса в суммы определяются согласно требованиям задачи. Если нам неко-
торая метрика либо метрики важнее, чем остальные, мы придаем ей больший
вес.

Веса в формуле 1.1 умножаются на ранги метрик. Ранг метрики опре-
деляется следующим образом:

1. Для каждой метрики составляется список предсказанных значений для
всех алгоритмов (т.е. каждый такой список состоит из 5 значений, т.к.
всего мы рассматриваем пять алгоритмов).

2. Каждый объект списка масштабируется в диапазон (0, 1). Это значение
и является рангом метрики.

Возможность оценить каждый из алгоритмов позволяет отсортировать
алгоритмы по полученным оценкам и выбрать наилучшие без необходимости
перебора алгоритмов вручную.

1.2 Алгоритмы классификации бенчмарк-тестов

Бенчмарк-тест выполнялся на алгоритмах с параметрами по умолчанию,
поэтому были выбраны алгоритмы, для которых настройка параметров не
является обязательным этапом использования алгоритма. Тестировались сле-
дующие алгоритмы классификации:
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• логистическая регрессия (Logistic regression);
• случайный лес (Random forest);
• дерево решений (Decision tree);
• градиентный бустинг над деревьями (Gradient-boosted tree);
• метод опорных векторов (Linear support vector machine).
Кратко опишем каждый алгоритм.
Логистическая регрессия - это линейный классификатор, который

позволяет оценивать апостериорные вероятности принадлежности объектов
к классам 2.

Задана обучающая выборка пар «объект, ответ» Xm =
{(x1, y1) , · · · , (xm, ym)}, где объекты описываются n признаками
fi : X → R, j = 1, . . . , n. Y – множество классов 2.

Пусть Y = {−1,+1}. В случае логистической регрессии строится алго-
ритм классификации a : X → Y вида

a(x,w) = sign

(
n∑

j=1

wjfj(x)− w0

)
= sign〈x,w〉 (1.2)

где wj − вес j -го признака , w0 − порог принятия решения, w =
(w0, w1, . . . , wn)− вектор весов. Предполагается, что введен константный ну-
левой признак: f0(x) = −1. Задача обучения заключается в том, чтобы по
выборке Xm настроить вектор весов w. Для этого решается следующая за-
дача 2:

ρ(w) =
m∑
i=1

ln (1 + exp (−yi (xi, wi)))→ min (1.3)

Логистическая регрессия относительно быстро обучается и предсказывает
нужные значения, предоставляет вероятностную интерпретацию, но не очень
подходит для распознавания сложных зависимостей, поскольку является ли-
нейной моделью.

Дерево решений — логический алгоритм классификации, основанный
на поиске конъюнктивных закономерностей. Представляет собой объедине-
ние логических условий в структуру дерева 3. В случае решающего дерева
строится алгоритм a(x) = (Vвнутр , v0, Vлист , Sv, βv), где:

1. V = Vвнутр ∪ Vлист − множество вершин , v0 ∈ V− корень дерева;
2. Sv : Dv → Vv− функция перехода по значению предиката в множество

детей вершины v;
3. βv : X → Dv− предикат ветвления, v ∈ Vвнутр и |Dv| <∞.
Для листьев v ∈ Vлист определена метка класса yv ∈ Y 3.
Существует несколько способов построения решающего дерево, которые

дают возможность работать с непрерывными признаками, помогают избе-
жать переобучения, а также обрабатывают пропущенные значения.

Дерево решений распознает нелинейные зависимости, хорошо интерпре-
тируется, неплохо работают на больших выборках, но не очень хорошо на
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маленьких. Они склонны к переобучению, неустойчивы (изменения в данных
влекут за собой большие изменения в модели).

Случайный лес является одним примеров объединения классификато-
ров в ансамбль.

Алгоритм построения случайного леса, состоящего из N деревьев на ос-
нове обучающей выборки X выглядит следующим образом 3:

1 for (n : 1 , . . . , N) :
2 // с г енерировать выборку X_n c помощью бутстрэпа
3 X_n = bootst rap (X)
4 // построить решающе е дерево t_n по выборке X_n
5 t_n = bui ld_tree (X_n)

Листинг 1.1: Схема построения случайного леса

Идея бутстрэпа заключается в том, что из выборки мы будем равномерно
выбирать одинаковое число объектов с возвращением

Итоговый классификатор – a(x) = 1
N

∑N
i=1 ti(x). Для задачи классифика-

ции мы выбираем решение по большинству результатов, выданных класси-
фикаторами.

Случайный лес использует относительно много памяти, не так хорошо ин-
терпретируется, относительно долго обучается, однако модель хорошо мас-
штабируется и обрабатывает данные с большим количеством признаков и
объектов. Это довольно популярная модель, которая часто показывает хоро-
шую точность.

Следующий ансамбль классификаторов – градиентный бустинг над
деревьями. Рассмотрим наиболее общий метод градиентного бустинга.

Пусть нам задано некоторое семейство базовых алгоритмов H, каждый
элемент h(x; a) ∈ H : X → R семейства определяется некоторым вектором
параметров a ∈ A. Финальный алгоритм классификации представляет собой
следующую композицию 13:

FM(x) =
M∑

m=1

bmh (x; am) , bm ∈ R, am ∈ A (1.4)

При градиентном бустинге такая композиция строится путем жадного на-
ращивания, каждый раз добавляя в суму слагаемое, являющееся наиболее
оптимальным алгоритмом из возможных.

Рассмотрим в качестве базового семейства алгоритмов решающие дере-
вья. Каждое решающее дерево имеет J листовых вершин, соответствующие
J непересекающимся областям {Rj}Jj=1, на которые разбивается множество
объектов X. Таким образом мы просто добавляем к имеющемуся алгоритму
некоторое другое дерево решений, в котором полностью перенастраиваем па-
раметры с фиксированным Rj. Это позволяет строить более качественную
композицию 13.
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Градиентный бустинг относительно медленно обучается и имеет тенден-
цию переобучаться. Однако он позволяет рассматривать различные функции
потерь и дает хорошую точность.

Мы также исследовали метод опорных векторов с линейной функци-
ей ядра. Основная идея метода заключается в построении гиперплоскости,
которая разделяла бы объекты выборки наиболее оптимальным способом.
Алгоритм основан на предположении, что чем больше расстояние между объ-
ектами разделяемых классов и разделяющей гиперплоскостью, тем меньше
будет средняя ошибка классификатора 4.

На практике линейно разделимые выборки встречаются очень редко, по-
этому существует необходимость переопределения задачи путем ослабления
ограничений. В данном случае мы будем позволять некоторым объектам по-
падать в пространство другого класса. Такая постановка задачи называется
SVM с мягким отступом 4.

Метод находит разделяющую полосу максимальной ширины, что позво-
ляет в дальнейшем осуществлять более уверенную классификацию. Однако
результат сложно интерпретировать, присутствует чувствительность к шу-
му без аккуратной настройки параметром и метод использует относительно
много памяти в изначальной конфигурации.

1.3 Выводы

Описанные в данной главе алгоритмы являются лишь частью всех алго-
ритмов классификации. Стоит также отметить, что существует множество
библиотек машинного обучения, в которых реализации алгоритмов машин-
ного обучения могут отличаться из-за особенностей языка, разработанной
платформы, различных оптимизаций.

Выбор подходящего метода и библиотеки требует большого опыта,
средств и технических ресурсов. Целью международного проекта, частью
которого является данное исследования, является разработка бенчмарк-теста
для сбора базы данных по различным алгоритмам и библиотекам машинного
обучения, а также создание методики для рекомендации алгоритма класси-
фикации. В некоторых областях, где использование подходов машинного обу-
чения встречается не так часто, результаты, полученные путем применения
данной методики, позволят оптимизировать потраченное время, денежные и
аппаратные ресурсы.

В последующих главах мы рассмотрим применение вышеописанной ме-
тодики на сгенерированных данных в распределенной среде и на реальных
выборках на локальном компьютере. Мы сравним алгоритмы по собранным
метрикам и построим рекомендательную систему алгоритмов классифика-
ции.
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ГЛАВА 2 . ТЕСТИРОВАНИЕ АЛГОРИТМОВ БИ-

НАРНОЙ КЛАССИФИКАЦИИ PYSPARK.ML

2.1 Бенчмарк-тест алгоритмов библиотеки
Pyspark.ML

Изначальная постановка задачи предполагала тестирования алгоритмов
классификации в распределенной среде на сгенерированных данных.

Для тестирования алгоритмов классификации использовался фреймворк
Spark – платформа для параллельной обработки данных, которая позволяет
повышать производительность за счет сокращений операций вводы / вывода,
которые компенсируются оптимизированной работой в оперативной памяти.

Приложения Spark выполняются как независимые наборы процессов в
кластере, координируемые объектом SparkContext. В частности, для рабо-
ты в кластере SparkContext может подключаться к нескольким типам мене-
джеров кластеров (например, YARN), которые распределяют ресурсы между
приложениями.

На рисунке 2.1 представлена архитектура кластера.

Рисунок 2.1 — Архитектура Spark-кластера 5

В нашем случае Spark дал возможность оптимизировать количество ре-
сурсов и времени, потраченных на проведение тестов.

Тесты запускались на кластере IBM, где использовались четыре Spark-
узла для параллельных вычислений, каждый из которых имел 8 гигабайтов
оперативной памяти.
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Как уже было упомянуто выше, тестирование проводилось на сгенериро-
ванных данных.

Данные генерировались с помощью функции make_classification паке-
та библиотеки sklearn.datasets. Функция создает кластеры точек, нормаль-
но распределенных вокруг вершин гиперкуба, размерность которого равна
количеству признаков. Далее функция присваивает каждому классу равное
количество кластеров. Таким образом она распределяет точки по классам.
Функция также вводит взаимозависимость между признаками и добавляет
различные типы шума к данным.

Каждая сгенерированная выборка имеет размер n×m, где n - это коли-
чество объектов в диапазоне [1200, 1000000], а m - это количество признаков
в диапазоне [4, 300]. Всего использовалось около 130 выборок различной раз-
мерности.

Каждая выборка представляет собой задачу бинарной классификации.
Данные хранились в распределенной файловой системе HDFS, которая

позволяет хранить файлы больших размеров с возможностью потокового до-
ступа к информации, распределённой по узлам кластера в виде блока 8.

Для оценки алгоритма бинарной классификации мы определили следую-
щие метрики:

• время ответа;
• время обучения;
• метрики качества;
• загрузка процессора;
• использования памяти;
• использование диска.
Время обучения и время ответа равно количеству времени, потраченного

алгоритмом на обучение и на предсказание соответственно. Единицой изме-
рения данной метрики является 1

100 секунды.
Под загрузкой процессора подразумевается количество процессорного

времени, выделенного под бенчмарк-тест в секундах. Загрузка процессора
считается суммарно по всем Spark-узлам.

Метрика использования памяти представляет собой количество памяти,
выделенного для бенчмарк-теста. Единицой измерения для метрики исполь-
зования памяти является мегабайт в секунду (MB/s). Данная метрика также
считалась суммарно по всем узлам с помощью менеджера ресурсов Y arn.

Значение метрики использования диска равно количеству прочтенных и
записанный физический килобайт.

Для оценки качества алгоритмов двухклассовой классификации мы ис-
пользовали следующие метрики:

• площадь под ROC-кривой (Area Under ROC Curve, AUC-ROC);
• площадь под PR-кривой (Precision-Recall Curve, PR-ROC).
ROC-кривая - это график, отображающий соотношение между долей

истинно-положительных предсказаний, и долей ложно-положительных пред-
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сказаний при варьировании порога решающего правила. Чем больше пло-
щадь под ROC-кривой, тем качественнее предсказания классификатора, при
этом значение 0,5 означает неприменимость выбранного метода классифика-
ции 6. Если положительный класс существенно меньше по размеру, то AUC-
ROC может давать необъективную оценку качества.

Избавиться от указанной проблемы с несбалансированными классами
можно с помощью Precision-Recall кривой. Она определяется аналогично
ROC-кривой, только по осям откладываются полнота и точность. Полнота
определяется как соотношение между истинно-положительными предсказа-
ниями и всеми положительными предсказаниями, в том числе, неверными 7.
Точность определяет долю истинно-положительных предсказаний среди всех
положительных объектов.

Реализация бенчмарк-теста состоит из нескольких файлов с кодом, глав-
ный из которых является классом, который принимает на вход классифика-
тор с соответствующим интерфейсом, который должен быть протестирован,
и некоторые другие параметры. Этот класс отвечает за обучение классифика-
тора на каждой указанной выборке и сбор таких метрик, как время обучения
и ответа, а также метрики качества. На каждой выборке алгоритм запус-
кается три раза, в итоге для каждой метрики мы подсчитываем среднее и
дисперсию.

Функция ниже отвечает за обучения и предсказания классификатора на
конкретной выборке. В классе она оборачивается в декоратор, который вы-
зывает ее три раза, подсчитывает среднее и дисперсию для всех метрик и к
полученной статистике добавляет некоторые мета-данные.

1 def r u n_c l a s s i f i e r ( s e l f , data ) :
2 [ train_sample , test_sample ] = data . randomSplit ( [ 0 . 8 , 0 . 2 ] , 88)
3

4 c l s = s e l f . c l a s s i f i e r ( )
5

6 f i t_t ime_star t = defau l t_t imer ( )
7 model = c l s . f i t ( train_sample )
8 f i t_t ime = defau l t_t imer ( ) − f i t_t ime_star t
9

10 predict_time_start = defau l t_t imer ( )
11 r e s u l t = model . t rans form ( test_sample )
12 predict_time = defau l t_t imer ( ) − predict_time_start
13 pred ic t ionsAndLabe l s = r e s u l t . rdd .map(
14 lambda row : ( row . p r ed i c t i on , row . l a b e l )
15 )
16

17 metr i c s = B ina r yC l a s s i f i c a t i o nMe t r i c s ( pred ic t ionsAndLabe l s )
18

19 return {
20 ’ areaUnderPR ’ : met r i c s . areaUnderPR ,
21 ’ areaUnderROC ’ : met r i c s . areaUnderROC ,
22 ’ predictTime ’ : predict_time ,
23 ’ f i tTime ’ : f i t_time ,
24 }

Листинг 2.1: Запуск алгоритма классификации
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Такие метрики, как использование процессора, памяти и диска, измеря-
ются сторонними инструментами. Планировщик задач и менеджер ресурсов
Y arn позволяет оценивать количество процессорного времени и среднее ко-
личество памяти, использованных конкретным приложением, на всех узлах.

Данные делятся в отношении 8:2 при тестировании и последующей вали-
дации.

Все модели используются с параметрами по умолчанию.

2.2 Результаты бенчмарк-тестов на сгенерированных
выборках

В распределенной среде Spark на сгенерированных данных тестировались
следующие алгоритмы бинарной классификации библиотеки Pyspark.ML:

• случайный лес;
• градиентный бустинг;
• метод опорных векторов;
• логистическая регрессия;
• решающее дерево.
Каждый алгоритм тестировался на выборках различного размера. Про-

анализируем такие метрики как площадь под PR-кривой, ROC-кривой, ис-
пользование памяти, процессора, время обучение и ответа, количество опе-
раций ввода / вывода.

Мы будем рассматривать, как изменяются метрики при росте объектов
на пространстве признаков различного размера.

На рисунках 2.2 и 2.3 представлены метрики качества на неболь-
шом пространстве признаков, а именно площадь под PR-кривой и ROC-
кривой.

При небольшом количестве признаков градиентный бустинг имеет отно-
сительно хорошее качество предсказаний. Неплохое качество предсказаний
также показывает случайный лес.

При увеличении количества объектов качество предсказаний на выборках
в среднем уменьшается.

Заметим, что логистическая регрессия и метод опорных векторов дает не
очень хорошую точность на небольшом пространстве признаков.

Рассмотрим метрики качества при увеличении пространства призна-
ков.

На рисунках 2.4 и 2.5 можно заметить, что решающее дерево классифи-
цирует объекты хуже всех. Остальные алгоритмы – логистическая регрессия,
метод опорных векторов, градиентный бустинг и случайный лес – показыва-
ют относительно неплохое качество предсказаний.

При увеличении количества объектов качество предсказаний также в
среднем падает.
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Рисунок 2.2 — Градиентный бустинг и случайный лес показывают лучшие
метрики качества на небольшом пространстве признаков

Рисунок 2.3 — Логистическая регрессия и метод опорных векторов имеют
худшее качество предсказаний на небольшом пространстве признаков
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Рисунок 2.4 — При увеличении пространства признаков логистическая
регрессия и метод опорных векторов показывают лучшие метрики качества

Рисунок 2.5 — Дерево решений отстает по метрикам предсказаний
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Рассмотрим метрики времени обучения и ответа на рисунках 2.6 и
2.7.

Метод опорных векторов обучается долго относительно остальных алго-
ритмов. При увеличении количества объектов время обучения градиентного
бустинга над решающими деревьями также увеличивается. При построении
модели градиентный бустинг требует аккуратной настройки параметров для
оптимизации времени обучения.

Необычно, что время обучения метода опорных векторов при увеличе-
нии выборки в некоторых случаях уменьшается, это может быть связано с
тем, что при выборке такой размерности алгоритм распараллеливался в среде
Spark.

Рисунок 2.6 — Метод опорных векторов и градиентный бустинг обучаются
относительно долго

Что касается метрики времени ответа, на рисунке 2.7 можно заметить, что
логистическая регрессия быстрее всего классифицирует объекты. Сложнее
сделать выводы по другим алгоритмам, отметим, что чаще всего на графике
крайние наибольшие значения принадлежат градиентному бустингу.
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Рисунок 2.7 — Логистическая регрессия показывает лучшее время ответа

Рассмотрим метрики использования памяти и процессора для ал-
горитмов классификации на рисунках 2.8 и 2.9.

Больше всего памяти для классификации использует случайный лес, ло-
гистическая регрессия – немного меньше относительно остальных. Нельзя
отметить большой прирост памяти у алгоритмов, возможно, это связано с
тем, что они тестировались в распределенной среде.

Что касается использования процессора, больше всего времени потребля-
ет метод опорных векторов. У метода опорных векторов и градиентного бу-
стинга метрика использования процессора заметно увеличивается в отличие
от остальных алгоритмов.
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Рисунок 2.8 — Случайный лес использует относительно много памяти

Рисунок 2.9 — Метод опорных векторов использует относительно много
процессорного времени
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Метрика использования диска представлена на рисунке 2.10. Градиент-
ный бустинг имеет наибольшее суммарное количество прочтенных и запи-
санных байтов. Данная метрика увеличивается как при росте объектов, так
и признаков.

Рисунок 2.10 — Градиентный бустинг «записал» и «прочитал» больше всего
байтов на диск

Мы сравнили алгоритмы классификации по метрикам качества, времени
ответа и обучения, метрикам использования памяти, процессора и диска.

Чаще всего ансамбли алгоритмов классификации (градиентный бустинг
над решающими деревьями и случайный лес), а также метод опорных векто-
ров, потребляли больше всего аппаратных ресурсов. Логистическая регрессия
имела хорошие показатели по разным метрикам, хотя качество предсказаний
при небольшом пространстве признаков проигрывает остальным алгоритмам.

Приведем сравнительную таблицу 2.1 алгоритмов классификации, осно-
ванную на полученных результатах.
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Таблица 2.1 — Сравнение метрик алгоритмов Pyspark.ML

Мetric /
Algorithm

Logistic
Regression

Decision
Tree

Gradient
Boosting

Random
Forest

Linear
SVM

Accuracy
(m < 50)

lower higher higher higher lower

Accuracy
(m > 50)

higher lower higher higher higher

Fit time fast moderate slow moderate slow

Response
time

fast moderate slow slow slow

Memory
usage

low low moderate high moderate

CPU usage low low moderate low high

Disk usage low moderate high moderate moderate

2.3 Рекомендация алгоритмов бинарной
классификации

Около 650 проведенных тестов позволяют собрать метрики качества и
производительности: время обучения и ответа, использование памяти, про-
цессора и диска, площадь под ROC-кривой и PR-кривой.

Мы решили предсказывать только одну метрику качества – площадь под
PR-кривой – поскольку на сгенерированных данных метрики имели схожие
значения.

Регрессионные модели, обученные на таких выборках, пред-
сказывают метрики для размера датасета (n,m). Для построе-
ния моделей использовался градиентный бустинг для регрессии
sklearn.ensemble.GradientBoostingRegressor.

Регрессионные модели показали разное качество предсказаний для раз-
личных метрик. Для метрики времени обучения и площади под PR-кривой
модели имеют относительно неплохую точность, результаты можно увидеть
в таблице 2.2. Худшее качество предсказаний мы получили для метрики вре-
мени ответа и использования памяти.
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Таблица 2.2 — Лучшие качества предсказаний метрик

Algorithm CPU usage Area under PR Fit time Disk usage

Decision Tree 0.8816 0.8801 0.8533 0.9611

Gradient Boosting 0.2766 0.9824 0.7325 0.5247

Linear SVC 0.3987 0.8375 0.7272 0.4553

Logistic Regression 0.8193 0.7717 0.7236 0.6050

Random Forest 0.8519 0.9276 0.8045 0.8292

С учетом предсказанных и собранных метрик оценка алгоритма представ-
ляет собой следующую взвешенную сумму рангов метрик:

score = w1 × area_PR_rank + w2 × response_time_rank+
+w3 × train_time_rank + w4 × cpu_usage_rank+

+w5 ×memory_usage_rank + w6 × disk_usage_rank
(2.1)

Мы проверили качество регрессионных моделей на нескольких реальных
выборках. Для этого мы запустили каждый алгоритм на кластере, собрали
метрики качества и производительности.

Рассмотрим датасет Breast Cancer Wisconsin 14. Он имеет размер (n,m) =
(683, 9), где n – количество объектов в выборке, а m – количество признаков.
То-есть предсказывать метрики мы будем именно для этих параметров.

Т.к. выборка достаточно маленькая, мы не будем учитывать метрику ис-
пользования диска для ранжирования алгоритмов.

Поскольку коэффициенты определяются согласно требованиям задачи,
рассмотрим несколько вариантов наборов весов для взвешенной суммы.

Вариант 1.1. Пусть все веса равны wi = 0.2, i = 1, ..., 5.
Посчитав взвешенную сумму для каждого алгоритма с рангами предска-

занных и реальных метрикам, мы отсортировали алгоритмы от лучшего к
худшему, результаты можно увидеть в таблице 3.3.

Первые два алгоритма в предсказанном и истинном ранжировании сов-
падают. Согласно результатам тестирования на сгенерированных выборках
логистическая регрессия использовала относительно немного диска, памяти,
быстро предсказывала ответы и обучалась.
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Таблица 2.3 — Ранжирования алгоритмов для равных весов на выборке
Breast Cancer Wisconsin

№ Pr. Algorithm Pr. score True algorithm True score

1 LR 0.8934 LR 0.9094

2 RF 0.5035 RF 0.6035

3 GB 0.3921 DT 0.4839

4 DT 0.2754 SVC 0.178

5 SVC 0.0836 GB 0.1679

Вариант 1.2. Придадим больший вес метрике использования памяти и
метрике времени ответа, а именно коэффициент 0.35.

Имеем следующее предсказанное и истинное ранжирование.

Таблица 2.4 — Ранжирования алгоритмов с различными весами на
выборке Breast Cancer Wisconsin

№ Pr. Algorithm Pr. score True algorithm True score

1 LR 0.9467 LR 0.9547

2 RF 0.4360 RF 0.4252

3 DT 0.4166 DT 0.4098

4 GB 0.2227 GB 0.1940

5 SVC 0.0395 SVC 0.1472

Интересно, что при таких весах ранжирования совпало, хотя качество
предсказаний для метрик использования памяти и времени ответа не слиш-
ком высоко.

Рассмотрим реальную задачу Adult 15. После удаления пропущенных зна-
чений выборка имеет размер (n,m) = (32561, 14). Для данной выборки будем
предсказывать и учитывать при оценке метрику использования диска.

Вариант 2.1. Пусть все веса равны 1
6 , т.к. у нас оценка будет считаться

по 6 метрикам.
Посчитав взвешенную сумму для каждого алгоритма с предсказанными и

реальными метриками, мы отсортировали алгоритмы от лучшего к худшему.
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Таблица 2.5 — Ранжирования алгоритмов с различными весами на
выборке Breast Cancer Wisconsin

№ Pr. Algorithm Pr. score True algorithm True score

1 LR 0.7465 LR 0.8025

2 RM 0.2883 DT 0.7791

3 DT 0.2749 GB 0.4786

4 GB 0.2453 RM 0.4088

5 SVC 0.2220 SVC 0.2745

Согласно метрикам, собранным во время тестирования алгоритмов на вы-
борке Adult, логистическая регрессия быстрее всего обучалась и давала пред-
сказания, использовала процессор и диск, что также соответствует предска-
занным метрикам.

Однако далее предсказанное ранжирование отличается от истинного. Это
говорит о необходимости улучшения качества предсказаний моделей.

2.4 Выводы

В этой главе мы применили методику сравнения и выбора алгоритма клас-
сификации библиотеки Pyspark.ML. Мы обучали регрессионные модели на
метриках, полученных при тестировании алгоритмов на сгенерированных
данных.

Некоторые модели показали неплохое качество предсказаний для метри-
ки качества и времени обучения. На некоторых алгоритмах предсказывались
хорошо метрики использования диска и процессора. Такие результаты объ-
ясняются тем, что метрики, на которых мы обучали модели и валидировали
результат, собраны на данных, сгенерированных одним методом.

Мы проверили качество работы рекомендатора алгоритма на двух реаль-
ных выборках: Breast Cancer Wisconsin и Adult. Во всех предсказанных ран-
жированиях первые алгоритмы совпадали. Однако проверка моделей на двух
реальных выборках не является достаточным условиям, чтобы делать кон-
кретные выводы.

Дальнейшие направление исследования предполагает проверку качества
предсказаний регрессионных моделей (построенных по результатам тестиро-
вания алгоритмов на сгенерированных данных) на множестве реальных дан-
ных в фреймворке Spark.

В следующей главе мы применим методику сравнение и выбора алгорит-
мов классификации библиотеки sklearn на реальных выборках.

27



ГЛАВА 3 . ТЕСТИРОВАНИЕ АЛГОРИТМОВ КЛАС-

СИФИКАЦИИ SKLEARN

3.1 Бенчмарк-тест алгоритмов библиотеки sklearn

Тестирования алгоритмов классификации на сгенерированных данных с
целью обучения моделей для предсказания метрик на реальных выборках
показало неоднозначный результат, хотя и качество некоторых моделей было
неплохим.

В этой главе мы рассмотрим вышеописанную методику сравнения и вы-
бора алгоритмов классификации, примененную к реальным выборкам.

Мы воспользовались хранилищем классических наборов данных Penn
Machine Learning Benchmarks (PMLB) 12, который предоставляет удобный
интерфейс для загрузки выборок для алгоритмов классификации и регрес-
сии.

В хранилище собрано около 170 выборок для классификации. Выборки
представляют собой задачи как бинарной, так и множественной классифика-
ции. В выборках отсутствуют пропущенные значения.

На рисунках 3.1 и 3.2 представлено распределение количества объектов и
признаков всех выборок соответственно.

На данных выборках тестировались алгоритмы классификации sklearn.

Рисунок 3.1 — Распределение количества объектов в наборе выборок PMLB
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Рисунок 3.2 — Распределение количества признаков в наборе выборок
PMLB

Для оценки алгоритмов бинарной и множественной классификации репо-
зитория PMLB мы определили следующие метрики:

• время ответа;
• время обучения;
• метрики качества;
• использования памяти.
В случае выборов хранилища PMLB мы проводили тесты локально на

одном компьютере.
Для подсчета метрики памяти мы измеряли использование памяти во вре-

мени и брали максимальное значение в промежутке работы каждой функции.
Для того, чтобы иметь возможность оценить качество алгоритмов как

двухклассовой, так и множественной классификации, мы использовали сба-
лансированную точность.

Сбалансированная точность в библиотеке sklearn реализуется как среднее
по значениям полноты, подсчитанной для каждого класса. Данная метрика
позволяет избежать завышенной оценки качества предсказания для несба-
лансированных классов.

Измерение метрик времени обучения и ответа производилось библиотекой
sklearn во время перекрестной проверки 3.1.

Функция в листинге 3.1 запускает перекрестную проверку для каждого
алгоритма на каждой выборке из набора данных PMLB. Функция обернута
в декоратор profile, который измеряет различные метрики во время работы
данной функции:
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1 s p l i t s = Shu f f l e S p l i t ( n_sp l i t s =5, t e s t_s i z e =0.2 , random_state=42)
2

3 @pro f i l e ( l i b r a r y=’ Sklearn ’ )
4 def run_alg ( func , X, y ) :
5 c l f = make_pipeline ( p r ep ro c e s s i ng . StandardSca ler ( ) , func ( ) )
6 s t a t s = cro s s_va l i da t e (
7 X=X,
8 y=y ,
9 e s t imator=c l f ,

10 cv=s p l i t s ,
11 s c o r i ng =[ ’ balanced_accuracy ’ , ’ f1_weighted ’ ] ,
12 return_tra in_score=True
13 )
14 return {key : np . mean( value ) for key , va lue in s t a t s . i tems ( ) }

Листинг 3.1: Запуск алгоритма классификации

Все алгоритмы использовались с параметрами по умолчанию.

3.2 Результаты бенчмарк-тестов на реальных
выборках

Тестировались следующие алгоритмы бинарной и множественной класси-
фикации:

• логистическая регрессия;
• случайный лес;
• дерево решений;
• градиентный бустинг;
• метод опорных векторов.
Рассмотрим сравнения алгоритмов по собранным метрикам на графиках.

Проанализируем сбалансированную точность, использование памяти, время
обучение и ответа.

На рисунках 3.3 и 3.4 представлено изменение сбалансированной точности
в зависимости от размера выборки. Размер выборки считался как произведе-
ние числа объектов и числа признаков.

Как и в предыдущей главе, результаты показывают, что логистическая ре-
грессия и метод опорных векторов хуже классифицируют объекты на неболь-
шом пространстве признаков, чем остальные алгоритмы, что можно увидеть
на рисунке 3.3. При увеличении числа признаков на графике 3.4 метод опор-
ных векторов и логистическая регрессия улучшают свои показатели, в то же
время дерево решений – ухудшает относительно остальных алгоритмов.

В среднем ансамбли классификаторов – градиентный бустинг и случай-
ный лес – имеют хорошее качество предсказаний.
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Рисунок 3.3 — Ансамбли классификаторов имеют хорошее качество
предсказаний на небольшом пространстве признаков

Рисунок 3.4 — Логистическая регрессия и метод опорных векторов
улучшают точность при увеличении числа признаков
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Рассмотрим метрики времени обучения и ответа.
Согласно графикам 3.5 и 3.6 градиентный бустинг обучается дольше всех

алгоритмов классификации. Обычно градиентный бустинг требует настрой-
ки параметров, также чаще используется XGBoost, в котором реализованы
некоторые оптимизации производительности.

Метод опорных векторов также занимает много времени обучения (см.
3.6) при увеличении размера выборки по сравнению с остальными алгорит-
мами.

Похожие результаты мы получили в предыдущей главе при тестировании
алгоритмов на Spark.

Стоит отметить, что каждый алгоритм использовался с параметрами по
умолчанию. Настройка параметров (например, количество итераций) может
сильно влиять на время обучения алгоритма.

Рисунок 3.5 — Ансамбли деревьев обучаются дольше остальных алгоритмов
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Рисунок 3.6 — Ансамбли деревьев обучаются дольше остальных алгоритмов

На графике 3.7 представлена метрика времени ответа. Случайный лес
имеет наибольшее время ответа. Это также может быть связано с парамет-
рами по умолчанию данного алгоритма.

В предыдущей главе такой разницы не наблюдалось.

Рисунок 3.7 — Случайный лес дольше всех классифицирует объекты
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Использование памяти измерялось с помощью утилитыmemory_profiler
16, как значения функции от времени. В качестве метрики мы брали макси-
мальное значение в промежутке работы бенчмарк-теста.

Интересно, что согласно графику 3.8 больше всего памяти использовали
алгоритмы логистическая регрессия и метод опорных векторов. В предыду-
щей главе метод опорных векторов имел также относительно большие значе-
ния метрики использования памяти, что нельзя сказать про логистическую
регрессию.

Рисунок 3.8 — Логистическая регрессия и метод опорных векторов
используют больше всего памяти

Мы сравнили алгоритмы бинарной и множественной классификации по
таким метрикам, как сбалансированная точность, время обучения и ответа,
использование памяти. Результаты сравнения некоторых метрик качества на
реальных выборках очень похожи на результаты предыдущей главы, где те-
стирование проводилось на сгенерированных выборках для алгоритмов биб-
лиотеки Pyspark.ML.

Приведем сравнительную таблицу 3.1 алгоритмов, основанную на выше-
описанных результатах.
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Таблица 3.1 — Сравнение алгоритмов sklearn

Мetric /
Algorithm

Logistic
Regression

Decision
Tree

Gradient
Boosting

Random
Forest

Linear
SVM

Accuracy
(size < 10K)

lower higher higher higher lower

Accuracy
(size > 10K)

higher lower higher higher higher

Fit time fast fast slow moderate slow

Response
time

fast fast fast slow fast

Memory
usage

moderate low low low moderate

3.3 Рекомендация алгоритмов бинарной и
множественной классификации

Мы протестировали около 160 реальных выборок на 5 алгоритмах клас-
сификации.

Были собраны такие метрики, как сбалансированная точность, время обу-
чения и ответа, использование памяти.

Для каждого алгоритма мы обучили пять моделей: каждая модель пред-
сказывает одну метрику по размеру выборки (n,m). Собранные данные де-
лились на обучающие и тестовые.

Обучение регрессионных моделей на реальных выборках дало неплохое
качество предсказаний лишь для некоторых метрик и алгоритмов.

Наилучшее качество предсказаний получилось для метрики времени от-
вета и обучение, модели для остальных метрики имеют низкую точность,
результаты можно увидеть в таблице 3.2.

Алгоритмы ранжировались по формуле 3.1:

score = w1 × balanced_accuracy_rank + w2 × fit_time_rank+
+w3 × response_time_rank + w4 ×memory_usage_rank

(3.1)

Приведем пример ранжирования алгоритмов для некоторых реальных за-
дач.
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Таблица 3.2 — Лучшие качества предсказаний метрик

Algorithm Fit time Score time

Decision Tree 0.8938 0.9262

Gradient Boosting 0.9867 0.9339

Logistic Regression 0.9993 0.9639

Random Forest 0.9802 0.8392

Рассмотрим выборку Breast Cancer Wisconsin хранилища PMLB. Данная
выборка имеет размер (n,m) = (569, 30).

Пусть все веса равны 0.25. Тогда истинное и предсказанное ранжирование
можно увидеть в таблице 3.3:

Таблица 3.3 — Ранжирования алгоритмов для равных весов на выборке
Breast Cancer Wisconsin

№ Pr. Algorithm Pr. score True algorithm True score

1 DT 0.75 SVC 0.7353

2 GB 0.6196 DT 0.6613

3 LR 0.5598 LR 0.5936

4 SVC 0.5320 GB 0.4812

5 RF 0.4385 RF 0.3294

Предсказанное ранжирование сильно отличается от истинного.
В качестве эксперимента мы попробовали добавить несколько признаков

в обучающую выборку для предсказания метрик:
• количество классов;
• наибольшую долю из всех классов;
• наименьшую долю из всех классов;
• средний размер строки выборки в байтах;
• средний размер столбца выборки в байтах;
Для задач бинарной классификации признаки наибольшей и наименьшей

доли будут давать в сумме единицу.
Как показали результаты эксперимента, ранжирование алгоритмов в дан-

ном случае не изменилось. Метрики качества регрессионных моделей в сред-
нем не изменились.
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Рассмотрим выборку Adult из репозитория PMLB. Она имеет размер
(n,m) = (48842, 14).

Пусть все веса равны, как и в предыдущем примере. В таблице 3.4 пред-
ставлено полученное ранжирование:

Таблица 3.4 — Ранжирования алгоритмов для равных весов на выборке
Adult

№ Pr. Algorithm Pr. score True algorithm True score

1 DT 0.9463 LR 0.7890

2 RF 0.5008 DT 0.7060

3 GB 0.4258 GB 0.5714

4 LR 0.2995 SVC 0.4185

5 SVC 0.2445 RF 0.2523

Как и для предыдущей выборки, истинное и предсказанное ранжирования
сильно отличаются.

3.4 Выводы

В данной главе мы протестировали алгоритмы классификации библиоте-
ки sklearn на выборках, собранных в репозитории PMLB.

Были представлены сравнительные графики метрик времени обучения
и ответа, сбалансированной точности и использования памяти алгоритмов
бинарной и множественной классификации.

Качество регрессионных моделей, которые обучались на метриках, полу-
ченных при тестировании на реальных выборках, ухудшилось по сравнению
с предыдущей главой, где тестирование алгоритмов проводилось на сгенери-
рованных данных.

Был проведен эксперимент, в котором предлагалось использовать допол-
нительные признаки для предсказания метрик: количество классов в выбор-
ке, наибольшая и наименьшая доли классов, средний размер столбца и строки
в выборке. На данный момент эксперимент не улучшил качество предсказа-
ний.

Хотя в целом регрессионные модели для метрик качества и производи-
тельности оказались не слишком точными, для метрик времени обучения и
ответа предсказания были достаточно аккуратными, что можно увидеть в
таблице 3.2.
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ЗАКЛЮЧЕНИЕ

Выбор алгоритма машинного обучения является очень актуальной зада-
чей, которая требует много вычислительных ресурсов и времени. Тестирова-
ние различных моделей, сбор статистики и моделирование метрик для выбо-
рок различной размерности позволит сэкономить время и более эффективно
подойти к решению проблемы, которая нуждается в использовании методов
машинного обучения.

Мы описали методику сравнения и выбора алгоритмов классификации, в
контексте которой были проведено множество бенчмарк-тестов на выборках
разной размерности для следующих алгоритмов классификации библиотек
Pyspark.ML и sklearn:

• логистическая регрессия;
• случайный лес;
• дерево решений;
• градиентный бустинг над решающими деревьями;
• метод опорных векторов с линейным ядром.
В контексте описанной методики мы сравнили такие метрики, как вре-

мя ответа и обучения, показатели качества для бинарной и множественной
классификации, использование памяти, диска и процессора.

Результатом применения методики является рекомендатор алгоритмов
классификации по таким параметрам выборки, как количество объектов и
признаков. Рекомендатор алгоритмов библиотеки Pyspark.ML был обучен
на метриках, полученных при тестировании алгоритмов на сгенерированных
данных. Регрессионные модели, которые являются базой рекомендатора, по-
казали неплохое качество предсказаний некоторых метрик для сгенерирован-
ных выборок.

Рекомендатор алгоритмов библиотеки sklearn был обучен на метриках,
собранных при проведении бенчмарк-тестов на реальных выборках репози-
тория PMLB. В данном эксперименте регрессионные модели показали невы-
сокое качество предсказаний метрик.

Мы также проверили модели на реальных задачах Breast Cancer
Wisconsin 14 и Adult 15 и сравнили истинное и предсказанное ранжирование
алгоритмов по взвешенной сумме рангов метрик. Ранжирование моделей, ко-
торые были обучены на метриках, собранных на сгенерированных данных,
оказались более точными, нежели модели, описанные во второй главе, для
которых тестирование алгоритмов проводилось на реальных выборках.

Проведенное исследование определяет необходимость следующих экспе-
риментов:

1. Увеличение количества моделируемых выборок, а также применение
различных способов моделирования с параметрами с целью разнообра-
зия данных, на которых проводятся бенчмарк-тесты; Определение бо-
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лее строгих метрик качества рекомендатора алгоритмов и оценивание
качества моделей на большем наборе реальных выборок.

2. Комбинирование тестирования алгоритмов на реальных и сгенериро-
ванных выборках.

3. Комбинирование регрессионных моделей, обученных на метриках, ко-
торые были собраны при проведении тестирования в различных средах
и на данных разной природы.

4. Выделение признаков из выборок, на которых проводится тестирование
алгоритмов машинного обучения.

5. Определение наилучшего метода для предсказания метрик и усовер-
шенствование их измерения во время проведения бенчмарк-тестов.
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