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КОМБИНИРОВАННЫЙ АЛГОРИТМ  
ОПРЕДЕЛЕНИЯ КОСТНОГО ВОЗРАСТА  

НА ОСНОВЕ АНАЛИЗА РЕНТГЕНОГРАММ КИСТИ
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Исследуется актуальная проблема, связанная с определением костного возраста по рентгенограмме кисти. Пред-
лагается комбинированный алгоритм распознавания рентгенограмм, основанный на совместном использовании мо-
делей нейронных сетей Xception и DenseNet169, что позволяет обобщать знания медицинских экспертов разного 
профиля и повышает точность распознавания в целом.
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In this paper, we investigate the urgent problem associated with bone age determination using hand X-rays. A com-
bined algorithm for the recognition of radiographs is proposed, which uses simultaneous two neural network models, 
based on Xception and DenseNet169. The method allows to generalize the knowledge of different medical experts and 
increases the accuracy of bone age prediction in general.
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Введение
При возникновении нарушений роста у детей обязательным в клинической практике является опре-

деление костного возраста. Отклонения от нормальных показателей роста имеют различную степень 
выраженности и обусловливаются конкретными причинами, в том числе связанными с расстройствами 
функций организма или отдельных органов. В настоящее время диагностика роста базируется в основ-
ном на полуинтерактивных алгоритмах, в которых анализируется состояние костных структур кисти 
и запястья. Это предполагает сравнение рентгенограммы пациента  (чаще всего изображения его ле-
вой руки) с эталонными рентгенограммами. Наиболее известными являются методы Грейлиха – Пайла 
и Тан нера – Уайтхауса. Однако они отличаются низкой точностью и высокой вариабельностью при 
проведении  анализа  рентгенограмм  разными  специалистами.  Например,  рентгенолог  и  эндокрино-
лог могут сделать заключение о костном возрасте одного и того же пациента с разницей в более чем 
10 лет. Как следствие, существенно ограничиваются возможности ранней диагностики. В связи с этим 
перспективными яв ляются исследования, в которых используются современные автоматизированные 
методы, в частности методы, основанные на применении технологий нейронных сетей и машинного 
обучения.

В работе предлагается комбинированный алгоритм определения костного возраста, базирующийся 
на совместном использовании моделей нейронных сетей Xception и DenseNet169. Алгоритм позволяет 
обобщать знания медицинских экспертов разной специализации и повышает точность распознавания 
в целом.
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Анализ проблемы и постановка задачи
Использование методов машинного обучения для определения костного возраста получило импульс 

в 2017 г., когда RSNA (Radiological Society of North America) был объявлен конкурс на разработку авто-
матического метода диагностики костного возраста. Все представленные на этом конкурсе методы раз-
делились на два направления: сегментация областей с признаками и глобальный анализ изображения. 
В рамках конкурса для сегментации применялись нейронные сети на основе моделей UNET и SegNet, 
после чего проводился анализ наличия признаков, на основе которых выполнялась диагностика. К со-
жалению, они не показали высоких результатов. Прежде всего это связано с плохой подготовкой на-
боров данных для обучения: признаки были выбраны из медицинских атласов для специалистов, при 
использовании которых большое значение имеет наличие врачебной интуиции и присутствует челове-
ческий фактор. Таким образом, группа признаков не была четко очерчена. Более успешными оказались 
семантические сети на моделях VGG16, RSNA, LeNet. Наилучшие результаты показало применение 
сетей Inception V4, ResNet152, DenseNet and Inception V3 SE, программные реализации которых и вы-
играли конкурс. 

Тем не менее прямое использование ядер указанных сетей на наборах, подготовленных в Белорус-
ском государственном медицинском университете (БГМУ), не дало удовлетворительных результатов. 
Это связано с тем, что данные были подготовлены медицинскими специалистами разного профиля. Для 
каждого из них характерна своя специфика, которую не учитывает нейронная сеть при обучении на од-
ном наборе. Кроме того, анализ результатов обучения показал, что разные архитектуры сетей приводят 
к акцентированию разных признаков диагностики. Это подтолкнуло к модификации наборов данных 
для обучения, подготовленных разными специалистами (эндокринологом и рентгенологом), и выбору 
стратегии комбинированного использования нескольких моделей нейронных сетей.

Подготовка данных для обучения алгоритмов
В качестве исходных данных использовались 14 236 обучающих изображений из источников RSNA 

Bone Age on kaggle1 и 2017 RSNA pediatric bone age challenge2, которые были предложены на конкурсах3. 
Каждое изображение сопровождается ярлыками с указанием пола пациента и его скелетного возраста 
в месяцах. Специалисты-медики допускают ошибки при разметке изображений для тестирования, поэто-
му при формировании данных RSNA использовались три разметки, по которым проводилось усреднение. 

Дополнительно собраны 356 рентгенограмм левой кисти и лучезапястного сустава пациентов разного 
паспортного возраста (от 3 до 16 лет). Эти данные были размечены рентгенологами и эндокринологами 
Республиканского центра детской эндокринологии (Минск). Основная часть изображений составила 
тестовую выборку, так как они были проверены и размечены большим количеством медицинских спе-
циалистов.

Стандартные сетевые архитектуры обычно принимают изображения размером 256 × 256 пк в 8-бит-
ном формате RGB. Размеры подготовленных изображений варьируются от 640 × 520 до 3000 × 3000 пк, 
средний размер – 1665 × 1320 пк, формат изображений – оттенки серого (8 бит). Врач-рентгенолог не 
способен определить возраст скелета на изображении размером 256 × 256 пк, поэтому все изображения 
приводились к входному размеру 500 × 500 пк (как показали эксперименты с различными разрешения-
ми, именно он является оптимальным для анализа). Данные были разбиты на три группы: обучающие 
(11 745 изображений – 82,5 %), валидационные (2135 изображений – 15,0 %) и тестовые (356 изображе-
ний – 2,5 %). Для увеличения устойчивости решения алгоритма использовались следующие виды ауг-
ментации: поворот (20°), смещение, масштабирование, отражение по горизонтали, изменение гаммы, 
изменение резкости, оптическое искажение, изменение яркости и контраста. Для этого применялась 
библиотека Albumentations4.

Алгоритм определения костного возраста
Изображения имеют простую природу. Это полутоновые рентгеновские снимки, на которых перво-

начальные свойства объектов обладают такими общими оценками, как яркость и контраст. Основные 
признаки, определяющие костный возраст, имеют геометрический характер, который формируется гра-
ницами областей на изображении.

1RSNA Bone Age on kaggle [Electronic resource]. URL: https://www.kaggle.com/kmader/rsna-bone-age (date of access: 15.10.2019).
22017 RSNA pediatric bone age challenge [Electronic resource]. URL: http://rsnachallenges.cloudapp.net/competitions/4 (date of 

access: 15.10.2019).
3См.: https://www.kaggle.com/c/rsna-intracranial-hemorrhage-detection/discussion/109261.
4См.: https://github.com/albumentations-team/albumentations.
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Предварительная обработка изображений ограничивалась добавлением полей (для получения квад-
ратных картинок без нарушения пропорций исходных изображений) и масштабированием до размера 
входа 500 × 500 пк. После анализа результатов тестирования обученных моделей пришлось отказаться 
от добавления полей при масштабировании изображений, так как это ухудшало точность предсказания 
костного возраста. Из чего можно сделать вывод, что незначительное непропорциональное масштаби-
рование изображения рентгенограммы руки не снижает точность модели.

Для построения эффективного алгоритма использовался принцип трансферного обучения [1], кото-
рый позволил намного быстрее создать точные модели: вместо того чтобы начинать процесс обу чения 
с нуля, применяли модели с весами, натренированные на данных ImageNet [2]. Базовые пред обученные 
модели были определены на основе оценки вычислительной стоимости обучения и качества распозна-
вания, опубликованной в работе [3]. Для основной архитектуры сети были выбраны модели Xception [4] 
и DenseNet169 [5], которые показали наилучшие результаты при тестировании.

Архитектура Xception представляет собой развитие архитектуры Inception путем замены стандарт-
ных Inception-модулей глубокими разделяемыми свертками (depthwise separable convolutions). В отли-
чие от классического решения в данном фрагменте  сети отсутствует объединение в  единый модуль 
свертки исходного тензора ядром 1 × 1 и  свертки каждого канала в отдельности ядром 3 × 3. Таким 
образом, все возможности модели Xception используются вплоть до последнего слоя (полносвязный 
слой,  содержащий 2048 нейронов), но без окончательного принятия решения. Эффективность обес-
печивается снижением вычислительной сложности каждого слоя вследствие уменьшения количества 
анализируемых весов. 

Относительно новая архитектура DenseNet является логическим продолжением ResNet. Уникаль-
ность данной архитектуры в том, что при увеличении глубины сети ее результативность не уменьшается. 
Для улучшения информационного потока DenseNet использует схему, в которой определены прямые 
соединения из любого слоя во все последующие слои. При увеличении глубины повышается точность 
модели [6; 7].

Тестирование нескольких моделей показало, что пол пациента существенно влияет на точность опре-
деления костного возраста. Поэтому в архитектуру каждой из базовых моделей (Xception, DenseNet169) 
были добавлены второй вход (нейрон, кодирующий пол) и дополнительные полносвязные слои. Общая 
схема реализованного алгоритма получения костного возраста представлена на рис. 1.

Каждая из моделей в схеме определяет свою информативную зону на изображении, которая является 
ключевой  для  предсказания  возраста.  Данная  информативная  зона  выступает  картой  активации  по-
следнего слоя свертки предобученных моделей. Две модели дают два равноценных решения, значения 
которых могут отличаться. Существует несколько методов объединения базовых алгоритмов в компо-
зиции: голосование, взвешенное голосование, смесь экспертов (mixture of experts [8; 9]). Эти методы 
часто применяются, когда базовые алгоритмы существенно отличаются друг от друга. Тем не менее 
результаты, полученные в ходе работы блоков Xception и DenseNet169, нередко имеют схожие значе-
ния. Среднее арифметическое результатов двух моделей на большой тестовой выборке дает большую 
среднюю ошибку, чем результаты лучшей из моделей. Получение правильного ответа напрямую зави-
сит от признаков, определяемых особенностями архитектуры нейронных сетей. Более точный анализ 
возраста обусловливается не столько взвешенным значением двух результатов,  сколько их комбина-
цией. Линейных зависимостей в данных результатах не было выявлено. Поэтому применялся метод 
ансамблирования – стекинг [10 –12], идея которого заключается в использовании предсказаний базовых 
алгоритмов в качестве признаков для метаалгоритма. 

В нашем случае метаалгоритм представлен простой нейронной сетью, которая состоит из четырех 
полносвязных слоев и одного нейрона на выходе, что позволяет объединить два отдельных результата 
и получить более точное решение, чем результат каждой из базовых моделей. 

Программное обеспечение было разработано на языке Python 3.6 с использованием пакетов Keras 2.2.4 
и TensorFlow 1.14. Обучение проводилось на графическом процессоре NVIDIA GTX 1080 Ti. Размер 
блока  (batch-size):  9  –  для Xception  и  метамодели,  7  –  для модели DenseNet169. Обучение  длилось 
70 эпох. На выходе сеть дает значение возраста в диапазоне  −[ ]1 1, , которое затем переводится в месяцы 
по формуле, обратной уравнению нормализации:

age agenorm= +( ) ⋅1 120.
Полученный результат подкреплялся картой активации, формирующейся на последних слоях ней-

ронной сети. Карта активации представляет собой изображение кисти, на котором области, оказавшие 
наибольшее влияние на предсказанный возраст, выделяются разными значениями пикселей, соответ-
ствующими цветовым оттенкам на изображении (рис. 2). 
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Рис. 1. Общая схема алгоритма. Белые блоки отражают основные операции  
и алгоритмы обработки данных, где значения в скобках – общее количество параметров входа.  

Светло-серые блоки соответствуют наборам данных указанной размерности
Fig. 1. The general scheme of the algorithm. 

White blocks reflect the main operations and algorithms of data processing,  
where the values in brackets represent the total number of input parameters.  
The light gray blocks correspond to data sets of the specified dimension
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Для лучшего обучения моделей на каждой эпохе к тренировочным изображениям применялись раз-
личные фильтры и трансформации (т. е. выполнялась аугментация данных). Использовались следующие 
виды преобразований: поворот в диапазоне 20°, горизонтальный и вертикальный сдвиг до 20 %, увеличе-
ние до 20 %, отражение по горизонтали, гамма-коррекция, добавление резкости, оптическое искажение, 
изменение яркости и контраста. К тестовому набору данных преобразования не применялись, и он был 
полностью сформирован из изображений, полученных в Беларуси. Значения преобразований подобраны 
эмпирически и соответствуют реальным отклонениям для данного класса изображений на практике. Та-
ким образом, обучаемая сеть сосредоточивается на особенностях изображения, а не технике визуализации.

Методика тестирования алгоритма
Тестирование алгоритма выполнялось дважды. Прежде всего применялась традиционная методика 

оценки алгоритма, используемая в машинном обучении. Тестовая выборка составила 357 изображений, 
подготовленных в БГМУ. 

Для определения костного возраста по рентгенограмме кисти сравнивались несколько методов, но 
наиболее известные из них следующие:

 •метод Грейлиха – Пайла, предполагающий оценку состояния костных структур по рентгенограмме 
левой кисти с лучезапястным суставом. Определение костного возраста производится путем визуаль-
ного выбора из классического атласа того изображения, на котором количество ядер оссификации, их 
размеры, форма и взаимное расположение наиболее полно соответствуют рентгенограмме пациента. 
Костный возраст пациента принимается равным тому значению, которое указано для выбранного в ат-
ласе изображения;

 •метод Таннера – Уайтхауса (Tanner – Whitehouse, или TW2), также подразумевающий использова-
ние рентгенограммы левой кисти и лучезапястного сустава. Но в этом случае осуществляется поша-
говое визуальное сравнение рентгенограммы пациента с экспертными изображениями 20 конкретных 
центров окостенения, для каждого из которых присутствует описание в привязке к костному возрасту. 
После выбора всех наиболее похожих вариантов по специальной формуле с помощью компьютерной 
программы проводится итоговый подсчет баллов и определяется костный возраст;

 • алгоритм на основе модели нейронной сети Xception;
 • алгоритм на основе модели нейронной сети DenseNet169;
 • предлагаемый в данной статье комбинированный алгоритм на основе совмещения моделей ней-

ронной сети Xception и DenseNet169.
Ниже в качестве примера приводится типичный случай результатов, полученных разными методами, 

и пояснения независимого эксперта по поводу определения наиболее точного из них.
Паспортный возраст пациента на момент обследования – 14 лет 3 месяца. Причина обследования – 

задержка роста. Рентгенолог, используя атлас Грейлиха – Пайла (рис. 3), пришел к заключению, что 
костный возраст пациента составляет 13 лет. 

Рис. 2. Цветовая идентификация информативных участков на карте активации. 
Цветовые оттенки распределены по палитре в направлении от наименее значимых  

к наиболее значимым участкам, т. е. наиболее значимые участки отображены красным цветом
Fig. 2. Color identification of informative regions on the activation map.  

Color shades are distributed across the palette in the direction from significant areas  
to the most significant. The most significant areas are displayed in red
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Эндокринолог по  той же методике получил результат 12 лет 9 месяцев. Специалист, использую-
щий метод Таннера – Уайтхауса, пришел к заключению, что костный возраст соответствует 12 годам 
1 месяцу. Результат работы нейронной сети резко контрастировал с этими данными и оказался равным 
11 годам 2 месяцам. 

При обобщенном анализе во время проведения дополнительной экспертизы выявлены закономер-
ности в расхождении результатов, которые демонстрируются на рис. 4.

В ходе анализа эксперты сделали следующие выводы, выделив на изображении признаки для опре-
деления костного возраста (цифры соответствуют обозначениям на рис. 4): 

1. Дистальный эпифиз локтевой кости по размерам и форме находится в пределах возрастного диа-
пазона 11 лет – 11 лет 6 месяцев.

2. Размеры и форма проксимальной фаланги третьего пальца ближе к 11 годам.

Рис. 3. Рентгенограмма пациента G (слева внизу)  
и эталоны по возрастам из атласа

Fig. 3. X-ray of patient G (bottom-left) and age standards from the atlas

Рис. 4. Анализ результатов с пометками  
эксперта информативных признаков

Fig. 4. Result analysis with expert notes of informative features
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3. Размеры эпифиза средней фаланги третьего пальца ближе к 11 годам.
4. Взаимное расположение кости трапеции (большой многоугольной кости) и близлежащих эпифи-

зов пястных костей соответствует возрастному диапазону 11 лет – 11 лет 6 месяцев.
5. На рентгенограмме отсутствует локтевая сесамовидная кость первого пястно-фалангового сустава, 

которая визуализируется примерно с 12 лет 8 месяцев. 
По совокупности признаков результат нейронной сети (11 лет 2 месяца) выглядит наиболее обос-

нованным.
Исходя из вышеизложенного, можно сделать вывод, что экспертиза выполняется на основе опреде-

ления локальных признаков, которые сосредоточены в общей информативной зоне, при этом важное 
значение имеют относительный размер и форма костей. 

Эти признаки играют ключевую роль при формировании результата в комбинированном алгоритме, 
описанном выше.

Таким образом, первоначально выполнялись тесты с использованием алгоритмов машинного обуче-
ния на основе моделей Xception, DenseNet169 и комбинированного алгоритма.

Дополнительно проводилась экспертиза с привлечением специалистов, которые сперва осуществ-
ляли оценку на основе методов Грейлиха – Пайла и Таннера – Уайтхауса, а потом выполняли допол-
нительный анализ качества работы методов, включая автоматический метод определения костного 
возраста, описанный выше. В итоге по каждому представленному для исследования рентгеновскому 
снимку были получены четыре результата определения костного возраста. Два из них предоставляли 
эксперты (рентгенолог и эндокринолог), работавшие независимо друг от друга по интерактивной ме-
тодике, предполагающей использование атласа Грейлиха – Пайла. Третий получали в полуавтоматиче-
ском режиме в два этапа: сначала экспертом с помощью таблиц TW2 формировались данные, которые 
затем вводились в программу Tanner – Whitehouse Test 5, рассчитывающую предполагаемый костный 
возраст. Четвертый результат в полностью автоматическом режиме выдавала нейронная сеть, дополняя 
его картой активации. Поскольку подавляющее большинство результатов различались между собой, 
окончательное решение о выборе одного, наиболее точного из них принималось независимым экспер-
том после дополнительного анализа.

Оценка работы комбинированного алгоритма 
Первоначально выполнялись тесты по оценке качества разработанного алгоритма. Каждая из мо-

делей (Xception, DenseNet169) была обучена два раза. После двух обучений выбраны образцы моде-
лей, показавшие лучший результат (Xception № 2, DenseNet № 1). На основе предсказаний отобран-
ных моделей  сформирован набор данных для обучения обобщающей модели  (метамодели),  которая 
также была обучена два раза. Средняя абсолютная ошибка (MAE) лучшей из обобщающих моделей 
(модель № 2) составила 5,39 месяца (см. таблицу). 

Усредненная абсолютная ошибка  
при тестировании моделей нейронных сетей

Average absolute error when testing neural network models

Модель
MAE, мес.

Обучение № 1 Обучение № 2 Средняя ошибка

Xception 5,679 5,624 5,652

DenseNet169 5,589 5,597 5,593

Обобщающая модель 5,511 5,392 5,452

Прежде всего следует отметить высокий уровень несовпадений результатов экспертов, работавших 
даже по одному методу. Значения костного возраста, полученные рентгенологом и эндокринологом по 
атласу Грейлиха – Пайла, могли находиться близко друг от друга, но чаще они существенно разнились. 
Так, при 14 % точных совпадений и 19 % близко лежащих результатов (разница не более 2 месяцев) раз-
личавшиеся на 9 и более месяцев результаты составили 38 %. Остальные 19 % пришлись на результаты 
с разницей от 3 до 7 месяцев. Таким образом, 2/3 рентгенограмм были интерпретированы с сомнитель-
ной точностью, не позволяющей принять однозначное решение о наличии или степени патологии. Вы-
сокая вариабельность результатов, получаемых на основе визуального анализа, усугублялась их низкой 
повторяемостью. Один специалист с перерывом в неделю мог несколько иначе интерпретировать один 

5См.: http://vl.academicdirect.ro/medical_informatics/bone_age/v1.0/.
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и тот же снимок. Точное совпадение или близкие значения результатов (в пределах 2 месяцев), полу-
ченных с помощью искусственного интеллекта и специалистом, оказались в пределах 9,5 % в случае 
рентгенолога и 28,5 % в случае эндокринолога. При этом повторяемость результата, формируемого 
искусственной нейронной сетью, составляет 100 %, а на его получение затрачивается не более 4 –5 с. 

Дополнительный, финальный анализ результатов проводился опытным независимым экспертом 
с использованием атласа Грейлиха – Пайла и сформированных компьютерной программой карт актива-
ции. В ходе кропотливой работы им сделаны следующие выводы: автоматический метод, основанный 
на применении искусственных нейронных сетей, в 81 % случаев показал более точный результат по 
сравнению с ручным и полуавтоматическим методами. Оставшиеся 19 % результатов пришлись на де-
тей младшего возраста – 4,5 года и менее. Недостаточная точность определения костного возраста для 
данной группы пациентов, очевидно, объясняется малым количеством именно таких рентгенограмм, 
имевшихся в базе изображений, использованных для обучения нейронной сети (180 из 2000, т. е. менее 
10 % от общего числа). Нейронная сеть оказалась слабо обученной на распознавание рентгенограмм 
детей младшего возраста.

Заключение
В работе  предложен  алгоритм,  основанный на  комбинации моделей  нейронных  сетей Xception 

и DenseNet169. Модели самостоятельно формируют набор признаков, по которым строится собствен-
ная классификация, позволяющая с высокой точностью и 100-процентной повторяемостью опреде-
лять костный возраст. Алгоритм показал высокие результаты по сравнению с известными интерак-
тивными методами Грейлиха – Пайла и Таннера – Уайтхауса, а также автоматическими методами, 
основанными на работе одной модели нейронной сети. Экспериментальные исследования позволяют 
сделать  вывод,  что  комбинированный  алгоритм  превосходит  остальные  по  точности  определения 
возраста (81 % от общего количества случаев в выборке, тогда как для других методов лучшая оцен-
ка не превышала 70 %), повторяемости  (100 %) и скорости получения результата  (4 –5 с, когда на 
интерактивный анализ тратилось более 20 мин). Кроме того, применение алгоритма является более 
удобным  для  клинициста,  поскольку  не  требует  использования  атласов  сравнения. Алгоритм  был 
реализован в специализированном программном обеспечении БГМУ, где активно внедряется в кли-
ническую практику. 
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